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AVANT-PROPOS 

 

Une partie du travail présenté dans ce mémoire a été réalisée dans le cadre d’un projet final 

pour le cours SYS843 (Réseaux de neurones et systèmes flous), offert à l’École de technologie 

supérieure (ÉTS). Ce cours, dispensé par M. Éric Granger au département de génie des 

systèmes, a constitué une base importante pour le développement de cette recherche. Une 

reformulation adaptée des éléments issus de ce travail sera effectuée afin d’assurer leur 

intégration harmonieuse dans ce mémoire. 

 

Par ailleurs, bien que l’usage d’acronymes en français soit privilégié dans un mémoire rédigé 

en français, certains termes demeureront en anglais, conformément à leur emploi courant dans 

la littérature scientifique du domaine. Soucieuse du respect de la langue française, l’autrice 

fournira une traduction en note de bas de page ainsi que dans la liste des abréviations, sigles et 

acronymes. Ces traductions seront principalement issues de la vitrine linguistique de l’Office 

québécois de la langue française (OQLF) (https://vitrinelinguistique.oqlf.gouv.qc.ca/). 

Lorsqu’aucune traduction officielle ne sera disponible, une traduction libre sera proposée, 

accompagnée de la mention « traduction libre » en note de bas de page. 
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Entrainement d’un réseau de neurones BiLSTM pour estimer la cinématique des trois 
axes de rotation du genou à partir de données issues de centrales inertielles : étude 

préliminaire 
 

Daphnée LALONDE-LAROCQUE 
 

RÉSUMÉ 

 

L’analyse du mouvement du genou est essentielle pour comprendre la dynamique de la marche 
et optimiser le diagnostic et la rééducation des patients. Actuellement, les courbes 
cinématiques sont obtenues via des systèmes optoélectroniques précis, mais coûteux et 
contraignants. Les centrales inertielles (IMUs) apparaissent comme une alternative 
prometteuse, permettant une acquisition en temps réel dans des environnements non contrôlés. 
Toutefois, assurer un référentiel anatomique stable reste un défi majeur pour garantir la 
précision clinique des mesures. L’apprentissage machine, notamment les réseaux de neurones, 
offre une solution efficace pour exploiter les données IMU sans référentiel et réduire les erreurs 
d’estimation. Cependant, leur fiabilité reste perfectible, notamment dans les plans anatomiques 
où les amplitudes de mouvement sont faibles. De plus, si l’ajout de plusieurs IMUs améliore 
la précision, il complexifie également le protocole expérimental. 
 
Cette étude propose un algorithme fondé sur un réseau de mémoire longue à court terme 
bidirectionnel (BiLSTM), conçu pour estimer avec précision les courbes cinématiques du 
genou dans les trois plans anatomiques, en utilisant seulement deux IMUs. L’objectif est 
d’allier précision et praticité, en visant une généralisation à une population plus hétérogène. 
 
Une analyse préliminaire a démontré la cohérence des facteurs biomécaniques obtenus, 
indépendamment du choix des cycles de marche, éliminant ainsi la nécessité d’un prétraitement 
supplémentaire. L’évaluation du modèle BiLSTM a révélé que la séparation des couches de 
sortie par axes limite la propagation des erreurs, améliorant ainsi la précision des mesures sur 
les axes de rotation tibiale interne/externe et de flexion/extension. Comparée aux approches 
existantes, la méthode proposée atteint des performances élevées tout en réduisant le nombre 
d’IMUs nécessaires. Cependant, un phénomène de surapprentissage a été observé, malgré un 
partitionnement des données respectant la distribution des niveaux pathologiques. Cette 
observation interroge la reproductibilité des résultats présentés dans la littérature et souligne la 
nécessité d’adapter le partitionnement et la complexité du modèle. 

 
L’approche développée se révèle particulièrement prometteuse, et plusieurs optimisations 
restent envisageables afin d’améliorer sa robustesse et sa capacité de généralisation. 

 
Mots-clés : biomécanique, cinématique du genou, centrales inertielles, apprentissage machine, 
réseaux de neurones 
 

 





 

Training a BiLSTM neural network to estimate triaxial knee joint kinematics from 
inertial measurement unit data: preliminary study 

 
Daphnée LALONDE-LAROCQUE 

 
ABSTRACT 

 

Knee motion analysis is essential for understanding gait dynamics and optimizing patient 
diagnosis and rehabilitation. Currently, kinematic curves are obtained using precise but costly 
and restrictive optoelectronic systems. Inertial measurement units (IMUs) have emerged as a 
promising alternative, enabling real-time acquisition in uncontrolled environments. However, 
ensuring a stable anatomical reference frame remains a major challenge in achieving clinically 
accurate measurements. Machine learning, particularly neural networks, provides an effective 
solution for leveraging IMU data without a reference frame, thereby reducing estimation 
errors. Nonetheless, their reliability remains suboptimal, especially in anatomical planes where 
motion amplitudes are low. Moreover, while increasing the number of IMUs improves 
accuracy, it also complicates the experimental protocol. 

 
This study proposes an algorithm based on a bidirectional long short-term memory (BiLSTM) 
network designed to accurately estimate knee kinematic curves in all three anatomical planes 
using only two IMUs. The objective is to balance accuracy and practicality while aiming for 
generalization to a more heterogeneous population. 

 
A preliminary analysis demonstrated the consistency of the obtained biomechanical factors, 
regardless of the choice of gait cycles, thereby eliminating the need for additional 
preprocessing. The evaluation of the BiLSTM model revealed that separating the output layers 
by axis limits error propagation, thus improving measurement accuracy for tibial 
internal/external rotation and flexion/extension axes. Compared to existing approaches, the 
proposed method achieves high performance while reducing the number of required IMUs. 
However, an overfitting phenomenon was observed despite a data partitioning strategy that 
preserved the distribution of pathological levels. This observation raises concerns about the 
reproducibility of results reported in the literature and highlights the need to refine both data 
partitioning strategies and model complexity. 

 
The proposed approach proves particularly promising, with several optimizations still possible 
to enhance its robustness and generalization capability. 

 
 
Keywords: biomechanics, knee kinematics, inertial measurement units, machine learning, 
neural networks 
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INTRODUCTION 

 

Les articulations du corps humain jouent un rôle essentiel dans les activités quotidiennes, en 

assurant à la fois mobilité et stabilité. Parmi elles, les genoux sont particulièrement sollicités, 

supportant le poids du corps et permettant des mouvements complexes indispensables à la 

locomotion. L’analyse du mouvement du genou revêt ainsi une importance capitale pour la 

compréhension de la dynamique de la marche humaine, un processus sophistiqué qui 

conditionne l’autonomie et la mobilité des individus. Cette analyse repose sur l’acquisition de 

courbes cinématiques précises, fournissant des valeurs caractéristiques essentielles à 

l’évaluation biomécanique. Bien que technique, cette approche possède une valeur clinique 

majeure, notamment pour le diagnostic, la rééducation et le suivi des patients souffrant de 

pathologies affectant les membres inférieurs. 

 

Actuellement, l’acquisition de ces courbes cinématiques repose principalement sur des 

systèmes optoélectroniques relativement précis. Ces dispositifs, bien qu’efficaces, présentent 

plusieurs inconvénients : leur coût élevé, leur encombrement et la nécessité de poser un grand 

nombre de marqueurs réfléchissants sur le patient avant de capturer les mouvements. Cette 

procédure exige du temps et du personnel qualifié, limitant ainsi leur accessibilité dans un 

cadre clinique courant. Face à ces contraintes, les recherches s’orientent vers des solutions 

alternatives plus flexibles et économiquement viables, parmi lesquelles les centrales inertielles, 

ou  [traduction de l’OQLF] (IMU), qui constituent une option 

prometteuse. Ces centrales intègrent des accéléromètres, des gyroscopes et des magnétomètres, 

offrant ainsi une capture des données en temps réel sans nécessiter un environnement contrôlé 

comme celui des laboratoires d’analyse du mouvement. Cependant, une limitation majeure des 

IMUs réside dans la définition d’un référentiel anatomique stable, condition nécessaire pour 

assurer une équivalence clinique avec les systèmes optoélectroniques. Les erreurs de mesure 

sont d’autant plus marquées dans les plans anatomiques où les amplitudes de mouvement sont 

faibles, ce qui peut compromettre la fiabilité des données obtenues. Malgré ces défis, les IMUs 

constituent une voie de recherche intéressante, à condition de développer des méthodes 

avancées de traitement du signal pour améliorer la précision des estimations. 
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L’apprentissage machine, et en particulier les réseaux de neurones, représente une approche 

novatrice pour optimiser l’exploitation des données issues des IMUs. En modélisant les 

relations complexes entre les signaux inertiels et les angles articulaires, ces algorithmes 

peuvent réduire les erreurs d’estimation et limiter la nécessité d’un traitement manuel et 

fastidieux des données. Toutefois, les écarts de précision persistent, notamment dans les axes 

où les amplitudes de mouvement sont réduites. De ce fait, de nombreuses études se concentrent 

exclusivement sur l’axe de flexion-extension du genou, restreignant ainsi la portée clinique des 

résultats obtenus. Pour pallier ces limitations, certaines approches intègrent un nombre plus 

important de centrales inertielles afin d’améliorer la fiabilité des prédictions. Néanmoins, cette 

stratégie entre en contradiction avec l’objectif initial de simplifier la procédure et de minimiser 

le nombre de capteurs à poser sur le patient. 

 

Dans ce contexte, l’objectif principal de ce mémoire est de concevoir et d’entraîner un 

algorithme basé sur un réseau de neurones, visant à estimer avec précision les courbes 

cinématiques du genou dans les trois plans anatomiques, à savoir la flexion/extension, 

l’abduction/adduction et la rotation tibiale interne/externe. Cette estimation sera réalisée à 

partir des données issues de seulement deux centrales inertielles. 

 

Ce mémoire est organisé en six chapitres. Le premier chapitre présente une revue de la 

littérature, introduisant d’abord l’anatomie du genou et sa cinématique, en passant par les 

caractéristiques du cycle de marche et les méthodes de mesure actuelles. Ce chapitre met 

également en lumière l’utilisation de l’apprentissage machine dans le domaine de l’analyse du 

mouvement, en mettant l’accent sur certains réseaux de neurones. Le second chapitre précise 

la problématique et l’objectif de recherche de ce mémoire. Le troisième chapitre aborde une 

phase préliminaire de l’étude, en évaluant l’impact de l’utilisation de tous les cycles de marche 

dans le calcul des facteurs biomécaniques, en comparaison avec l’utilisation des 15 cycles les 

plus répétables. Le quatrième chapitre détaille la méthodologie du projet, y compris les étapes 

de prétraitement des données et l’architecture du réseau de neurones développé. Le cinquième 

chapitre présente les résultats de l’apprentissage du réseau, tandis que le sixième chapitre 
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interprète ces résultats et les compare aux données de la littérature. Enfin, le mémoire se 

termine par une conclusion, suivie de recommandations et de perspectives futures. 





 

CHAPITRE 1 
 
 

Revue de littérature 

1.1 Articulation du genou 

L’articulation du genou constitue un élément clé du système musculosquelettique humain, 

reliant la cuisse et la jambe grâce à un ensemble complexe de structures osseuses, musculaires, 

ligamentaires et de tissus mous. Sa complexité anatomique se reflète dans ses six degrés de 

liberté, qui permettent une vaste gamme de mouvements. Ces mouvements sont essentiels à la 

locomotion et à la stabilité du corps, et leur analyse revêt une importance capitale pour 

comprendre les mécanismes biomécaniques de la marche ainsi que l’impact des pathologies 

sur ces fonctions. 

 

1.1.1 Terminologie de l’analyse des mouvements du genou 

L’analyse des mouvements du genou repose sur une terminologie précise qui fait référence aux 

axes et plans anatomiques. Ces termes permettent de décrire de manière détaillée et rigoureuse 

les mouvements tridimensionnels complexes de l’articulation. Le corps humain, en tant que 

structure tridimensionnelle, est souvent étudié à travers des repères définis par des axes et des 

plans orthogonaux qui facilitent cette analyse. L’axe vertical, par exemple, est perpendiculaire 

au sol et normal au plan transversal (également appelé plan axial). L’axe transverse, quant à 

lui, s’étend d’un côté à l’autre du corps et est normal au plan sagittal (ou médian). Enfin, l’axe 

sagittal traverse le corps d’avant en arrière et est normal au plan frontal.  

 

Les trois axes illustrés à la figure 1.1 (p.6) sont fondamentaux pour décrire les trois principaux 

types de mouvements de l’articulation du genou, et sont associés à des plans anatomiques 

spécifiques qui structurent l’analyse biomécanique. Les mouvements du genou sont souvent 

observés dans un cadre tridimensionnel, ce qui rend l’étude de ces axes d’autant plus essentielle 

pour comprendre la cinématique du genou dans les activités fonctionnelles comme la marche, 

la course, ou encore les mouvements de saut et de torsion. 
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L’intérêt principal de ce mémoire porte particulièrement sur les trois axes de rotation du genou, 

car ils permettent une description précise de la cinématique articulaire dans les trois dimensions 

de l’espace. Comme indiqué dans le tableau 1.1, chaque axe de rotation est associé à un plan 

anatomique spécifique : l’abduction/adduction (Ab/Ad) se fait autour de l’axe vertical et dans 

le plan frontal, la flexion/extension (Fl/Ex) autour de l’axe sagittal dans le plan sagittal, et la 

rotation interne/externe (Ri/Re) autour de l’axe transverse dans le plan transversal. Ces 

mouvements sont cruciaux pour la compréhension du comportement du genou pendant les 

activités fonctionnelles. 

 

Tableau 1.1 Association des axes de rotation du genou avec les axes et plans anatomiques 
 

Axe de rotation du genou Axe anatomique associé Plan anatomique associé 

Abduction/Adduction (Ab/Ad) Vertical Frontal 

Flexion/Extension (Fl/Ex) Sagittal Sagittal (Médian) 

Rotation interne/externe (Ri/Re) Transverse Transversal (Axial) 

Figure 1.1 Représentation des axes et plans  
anatomiques par rapport au corps humain
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L’étude et la distinction de ces axes sont essentielles pour caractériser les mouvements du 

genou et leur impact sur les activités quotidiennes et sportives. Les axes de rotation permettent 

de mieux comprendre la dynamique du genou et d’évaluer sa fonction dans divers contextes 

biomécaniques.

1.1.2 Description anatomique 

L’articulation du genou, représentée à la figure 1.2, est constituée de trois os principaux : le 

fémur, le tibia et la rotule. Ces structures osseuses participent à la formation de deux 

articulations principales. La première, l’articulation fémoro-tibiale, se situe entre le fémur et 

le tibia, et elle est responsable des principaux mouvements de flexion et d’extension du genou. 

La seconde, l’articulation fémoro-patellaire, est formée entre le fémur et la rotule, et permet 

des mouvements de glissement de la rotule lors de l’extension du genou. Bien que la fibula soit 

située à proximité de l’articulation du genou, elle ne participe pas directement aux mouvements 

articulaires du genou et joue plutôt un rôle secondaire en contribuant à la stabilité latérale de 

la partie inférieure du genou (Marieb, 2005). 

 

Figure 1.2 Schéma anatomique du genou 
Tirée du site de Soins MSQ Champlain (2019) 
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La rotule, en tant qu’os sésamoïde, est logée dans le tendon du muscle quadriceps, situé à 

l’avant de la cuisse, près de l’articulation du genou. Elle joue un rôle clé dans l’optimisation 

de la fonction du quadriceps, en augmentant le bras de levier de ce muscle pendant l’extension 

du genou (Marieb, 2005). Cette augmentation du bras de levier permet une contraction 

musculaire plus efficace et une meilleure force d’extension, essentielle pour des mouvements 

comme la marche, la montée des escaliers ou la course. De plus, la rotule protège l’articulation 

fémoro-patellaire en la maintenant dans une position optimale pendant l’extension, réduisant 

ainsi le risque de blessures liées à des tensions excessives. 

 

Comme mentionné précédemment, l’articulation du genou se distingue par sa complexité 

fonctionnelle, en raison de ses six degrés de liberté qui lui confèrent une grande polyvalence 

dans le mouvement (  figure 1.3). Ces degrés de liberté sont répartis entre trois axes de 

rotation — Fl/Ex, Ab/Ad, et Ri/Re — ainsi que trois types de translations — antéropostérieure, 

médio-latérale et proximodistale (Planckaert, 2016). Cette configuration permet au genou 

d’effectuer une variété de mouvements nécessaires au maintien de la posture et à la marche, 

Figure 1.3 Illustration des six degrés de  
liberté du genou 

Tirée de Planckaert (2016), p.13 
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tout en garantissant une stabilité essentielle pour supporter les charges corporelles pendant les 

activités de locomotion et de transfert de poids. Les mouvements de l’articulation du genou 

sont rendus possibles grâce à diverses structures anatomiques, notamment le cartilage 

articulaire, qui recouvre les surfaces osseuses du fémur, du tibia et de la rotule. 

 

Le cartilage, principalement composé d’eau et de collagène, joue un rôle fondamental dans la 

fonction articulaire. Sa structure et ses propriétés viscoélastiques permettent de réduire les 

frottements entre les surfaces osseuses lors du mouvement, ce qui facilite non seulement le 

glissement, mais aussi la transmission des forces de manière plus efficace. En outre, le cartilage 

joue un rôle crucial dans la distribution des charges articulaires, ce qui contribue à la protection 

des os sous-jacents et à la prévention des lésions liées aux impacts répétitifs (Planckaert, 2016). 

Ce phénomène est particulièrement important dans le contexte de la biomécanique du genou, 

car des altérations du cartilage, telles que l’arthrose, peuvent entraîner des dysfonctionnements 

et des douleurs invalidantes, affectant ainsi la qualité de vie du patient. 

 

Dans l’ensemble, la complexité du genou réside non seulement dans sa capacité à effectuer des 

mouvements diversifiés et coordonnés, mais également dans la nécessité d’un équilibre précis 

entre la mobilité et la stabilité. Toute perturbation dans la mécanique de cette articulation, que 

ce soit par une pathologie articulaire, telle que l’arthrose, ou une blessure, peut entraîner des 

répercussions considérables sur la fonctionnalité des membres inférieurs et, par extension, sur 

la mobilité et la qualité de vie de la personne affectée. 

 

1.1.3 Gonarthrose 

La gonarthrose, forme spécifique d’arthrose affectant l’articulation du genou, se caractérise 

par une dégradation progressive du cartilage articulaire. Ce processus dégénératif, qui perturbe 

l’intégrité de la surface cartilagineuse, compromet le bon fonctionnement de l’articulation. 

Cette dégradation conduit à des douleurs chroniques et à une limitation fonctionnelle, 

notamment lors de l’exécution de mouvements de marche, mais également dans d’autres 

activités physiques quotidiennes. Avec l’évolution de la pathologie, la perte de cartilage 



10 

devient plus marquée, jusqu’à sa disparition totale. Cette absence de cartilage articulaire 

entraîne un contact direct entre les os, provoquant des frottements mécaniques intenses. Ces 

frottements sont responsables de l’aggravation de la douleur et de l’inflammation observées 

chez les patients souffrant de gonarthrose, accentuant ainsi leurs difficultés motrices (Mon 

Arthrose, 2024).  

 

L’évaluation du degré de dégradation du cartilage se fait principalement par radiographies, qui 

permettent de classifier l’arthrose selon un système de grades allant de 0 à 4, ce dernier 

indiquant une dégradation sévère. Cette évaluation est largement utilisée pour suivre la 

progression de la maladie. Dès le grade 2, un individu est diagnostiqué comme souffrant de 

gonarthrose (Kellgren & Lawrence, 1957). Il est important de noter que la gonarthrose touche 

fréquemment les deux genoux chez près de deux tiers des patients, augmentant ainsi la 

complexité du traitement et de la gestion de la pathologie (Mon Arthrose, 2024). Dans certains 

cas, la dégradation du cartilage peut provoquer un désalignement de l’articulation, notamment 

sous la forme d’un genou en varus (jambes arquées) ou en valgus (jambes en « X »), tel 

qu’illustré à la figure 1.4 (p.11). Bien que ces déformations ne soient pas spécifiques à la 

gonarthrose, elles sont fréquemment observées dans les cas avancés et ont un impact 

significatif sur la cinématique du genou. 

 

Le désaxement du genou modifie l’alignement articulaire et altère la mécanique de la marche, 

ce qui complique l’analyse cinématique du genou. Ces déviations affectent les trajectoires 

normales des segments corporels pendant la marche, entraînant des compensations dans la 

manière de se déplacer (Gaudreault, De Guise, Hagemeister, & Poitras, 2011). De plus, la 

nature même de la gonarthrose étant dégénérative, de nombreux patients atteints font partie 

d’une population plus âgée. Étant donné qu’il existe déjà une association significative entre 

l’âge et l’instabilité de la marche dans le plan frontal (Terrier & Reynard, 2015), une analyse 

cinématique approfondie faite à l’aide de méthodes de mesure précises devient essentielle non 

seulement pour évaluer l’étendue de la pathologie, mais aussi pour mieux comprendre son 
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impact sur la fonction du genou et adapter les traitements thérapeutiques afin d’assurer le 

confort et la sécurité des patients. 

 

1.2 Cinématique du genou 

Dans le contexte de l’analyse cinématique des membres inférieurs, l’interprétation clinique 

repose principalement sur des paramètres biomécaniques clés. Ces paramètres, souvent appelés 

« facteurs ou marqueurs biomécaniques », sont calculés à partir des courbes d’angles 

articulaires. Ces courbes sont généralement représentées selon les trois plans anatomiques : 

sagittal, frontal et transverse (  figure 1.5, p.12).    

 

Il est essentiel de noter que la marche humaine, bien que répétitive, n’est jamais parfaitement 

symétrique et peut varier en fonction de nombreux facteurs, tels que l’âge, la condition 

physique ou la présence de pathologies. Pour une meilleure interprétation des résultats, les 

courbes d’angles articulaires sont généralement segmentées en fonction des cycles de marche, 

eux-mêmes subdivisés en plusieurs phases correspondant aux différentes étapes du 

mouvement. Cette subdivision permet une analyse plus fine des variations de la cinématique 

articulaire et facilite la détection d’éventuelles anomalies dans la démarche du patient. 

Figure 1.4 Comparaison entre des genoux désaxés en varus (à gauche) 
et en valgus (à droite) 

Tirée du site de ICR – Nice (2024) 
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Figure 1.5 Courbes partielles d’angles au genou d’un patient sain pour les trois 
mouvements de rotation d’un essai complet de marche 
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1.2.1 Cycle de marche 

La marche est un mouvement cyclique au cours duquel l’individu progresse en alternant les 

déplacements de ses pieds, permettant ainsi la translation du corps vers l’avant. En raison de 

la bipédie humaine, ce mouvement se répète de manière régulière, formant une séquence 

rythmique caractéristique. 

Un cycle de marche débute lorsque le talon d’un pied entre en contact avec le sol et se termine 

lorsque ce même talon touche à nouveau le sol après avoir complété une phase complète de 

déplacement (Dyas, 2019). Ce cycle, illustré dans la figure 1.6, est traditionnellement divisé 

en plusieurs phases successives, chacune ayant une signification biomécanique spécifique et 

jouant un rôle clé dans la dynamique du mouvement. Ces phases incluent notamment la phase 

de chargement, la phase d’appui unilatéral, la phase de pré-envol et la phase d’envol, qui 

garantissent la continuité et la stabilité du déplacement.  

Dans le cadre de ce mémoire, le cycle de la marche est analysé comme une unité globale, ce 

qui permet de simplifier l’analyse et de saisir l’ensemble du mouvement. Cependant, une 

approche qui considère les différentes phases du cycle de manière distincte pourrait également 

Figure 1.6 Phases du cycle de marche 
Adaptée et traduire de de Guise, Mezghani, Aissaoui & Hagemeister (2011), tirée de Dyas 

(2019), p.10 
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offrir des perspectives intéressantes, en permettant d’examiner plus en détail les interactions 

spécifiques entre les différentes étapes du mouvement et d’évaluer leur impact sur la 

cinématique du genou et du corps dans son ensemble. 

Comme mentionné précédemment, les courbes cinématiques du mouvement de marche sont

cycliques, il est donc possible de segmenter un essai complet en fonction de ces cycles de 

marche afin de faciliter l’analyse. Une méthode courante consiste à utiliser la courbe du plan 

sagittal (mouvement de flexion/extension), car elle est généralement la plus répétable. À partir 

de cette courbe, on identifie les maxima et repère le premier minimum atteint après chaque 

maximum. Ces minima correspondent à chaque dépôt du talon au sol, marquant ainsi le début 

de chaque cycle de marche (  figure 1.7). Une fois ces minima identifiés, les courbes des 

trois plans sont segmentées en fonction des repères temporels associés (nombre d’images), 

permettant de définir les courbes pour chaque cycle. 

 

Une fois ces cycles isolés, chaque cycle est normalisé sur 100 points sur l’axe de 

flexion/extension afin de calculer la moyenne et l’écart-type. Seuls les cycles présentant une 

répétabilité suffisante (c’est-à-dire ayant un écart-type inférieur à 1,5 de la moyenne) sont 

retenus pour l’analyse. Ces cycles sont dits « les plus répétables ». Les cycles correspondants 

sur les autres axes (frontal et transversal) sont également conservés, ce qui permet de créer de 

Figure 1.7 Identification d’éléments importants retrouvés sur une courbe partielle du 
mouvement de Fl/Ex (plan sagittal) d’un patient sain pour un essai complet 
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nouvelles courbes moyennes. C’est sur ces courbes moyennes évaluées dans chaque axe 

anatomique que des valeurs caractéristiques, appelées « facteurs biomécaniques » sont 

calculées.  

 

1.2.2 Facteurs biomécaniques 

Les cliniciens, dans leur pratique quotidienne, ne se basent généralement pas sur les courbes 

de cycles moyens ou sur les courbes cinématiques complètes en raison de leur complexité et 

de la quantité d’informations qu’elles génèrent. Au contraire, l’interprétation clinique 

pertinente pour l’évaluation, le traitement et le suivi des patients repose sur des facteurs 

biomécaniques. Ces derniers représentent des points spécifiques, des moyennes ou des 

intervalles extraits des courbes d’angles au genou, généralement décomposées dans les trois 

plans anatomiques (sagittal, frontal, et transversal). La littérature regorge de ces facteurs, bien 

que des variations existent quant à leur méthode de calcul, ce qui témoigne de la diversité des 

approches dans l’évaluation biomécanique. 

 

En dépit de cette variabilité, de nombreux facteurs sont équivalents dans leur signification 

clinique, en particulier ceux qui concernent des positions antagonistes. Par exemple, les 

facteurs relatifs aux déviations du genou en varus et en valgus sur l’axe frontal sont souvent 

calculés de manière similaire, ce qui permet une certaine homogénéité dans les interprétations. 

Afin de simplifier l’analyse et d’assurer une approche cohérente, un ensemble de treize facteurs 

biomécaniques a été retenu, notamment pour analyser la cinématique de personnes souffrant 

d’arthrose. Ces facteurs résument les marqueurs les plus pertinents pour l’évaluation clinique 

des patients et sont listés dans le tableau 1.2 (p.16). Une version anglaise est également fournie 

en annexe ( annexe I, tableau-A I-1, p.119). 
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Tableau 1.2 Facteurs biomécaniques observés sur les courbes de patron de marche pour les 
patients gonarthrosiques 

 
Plan Facteurs biomécaniques 

Sagittal 
(Fl/Ex) 

*Contracture dynamique en flexion au contact au sol 
*Flexion limitée lors du chargement 
**Limitation de l’extension en appui 
*Diminution de la flexion à l’envol 
**Diminution de l’amplitude de mouvement Fl/Ex 

Frontal 
(Ab/Ad) 

*Augmentation du varus lors du chargement 
*Genou varum au contact au sol 
+Genou varum durant l’appui (V1, V2, V3) 
*Augmentation du valgus lors du chargement 

Transversal 
(Ri/Re) 

*Rotation externe tibiale au contact au sol 
+Rotation interne tibiale lors du chargement 

* : Points ; ** : Intervalle de valeurs ; + : Moyenne 
 

La figure 1.8 (p.17) illustre certains de ces facteurs (ceux correspondant à des points) sur les 

courbes moyennes évaluées selon la méthode établie précédemment. Les valeurs numériques 

obtenues par le calcul de ces facteurs sur les courbes cinématiques sont classées en trois 

catégories : « négatif » pour un facteur asymptomatique, « positif » pour un facteur présentant 

des symptômes modérés, et « positif plus » pour un facteur indiquant des symptômes plus 

avancés. Ces catégories permettent de poser un diagnostic précis et sont fréquemment incluses 

dans les rapports cliniques. 
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Figure 1.8 Identification de quelques points associés à des facteurs biomécaniques sur les 
cycles moyens d’un patient sain pour les plans sagittal, frontal et transversal, respectivement 
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1.3 Méthodes de mesure 

Dans le domaine de l’analyse du mouvement, il n’existe pas de méthode universelle de mesure 

qui soit à la fois parfaite et applicable dans tous les contextes. Néanmoins, certaines méthodes 

se distinguent par leur popularité, principalement en raison de leur grande précision. 

Cependant, cette précision s’accompagne souvent de coûts matériels élevés et de systèmes qui, 

en raison de leur complexité, peuvent interférer indirectement avec le mouvement naturel 

observé. En dépit des nombreux travaux publiés, les résultats présentés dans la littérature n’ont 

pas encore permis de converger vers une méthode unique qui soit simultanément précise, 

économique et suffisamment flexible pour être adaptée à divers environnements cliniques et 

de recherche. 

L’étude de la cinématique du corps humain repose sur l’analyse de la position, de la vitesse et 

de l’accélération des segments corporels au fil du temps, actuellement effectuée à l’aide de la 

dynamique inverse. Cette discipline s’appuie sur des techniques de mesure, associées à divers 

systèmes, qui permettent d’obtenir des courbes précises représentant la position et l’orientation 

des segments étudiés dans l’espace. À partir de ces données, il est possible de calculer les 

vitesses en effectuant une première dérivation par rapport au temps, puis d’obtenir les 

accélérations par une seconde dérivation (  figure 1.9).  

Figure 1.9 Représentation des deux chemins possibles  
pour le passage d’une variable cinématique à une autre 
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En parallèle, d’autres systèmes offrent une approche différente en mesurant directement les 

accélérations linéaires et angulaires. Toutefois, dans ce cas, il est nécessaire d’intégrer ces 

données pour estimer successivement les vitesses, puis les positions. Ce processus 

d’intégration successif introduit des constantes inconnues à chaque étape, pouvant entraîner 

une dérive des résultats si aucune correction adéquate n’est appliquée.  

 

1.3.1 Les systèmes optoélectroniques 

Les systèmes optoélectroniques, bien qu’ils soient complexes, coûteux et généralement 

confinés à des environnements de laboratoire, demeurent parmi les plus utilisés en analyse du 

mouvement en raison de leur haute précision. Le principe de fonctionnement de ces systèmes 

repose sur l’utilisation de marqueurs réfléchissants placés sur les segments corporels du 

participant ( figure 1.10(b), p.20). Ce dernier réalise ensuite un essai de marche, 

généralement sur un tapis roulant, qui peut être instrumenté ou non. Dans un espace équipé de 

plusieurs caméras optiques positionnées sous différents angles ( figure 1.10(a), p.20), ces 

caméras émettent une lumière infrarouge qui, après avoir frappé les marqueurs, est réfléchie 

vers les caméras. L’objectif de l’installation est de garantir que chaque marqueur soit toujours 

visible par au moins deux caméras, assurant ainsi une triangulation précise de sa position dans 

l’espace à l’aide d’algorithmes calibrés à chaque caméra. En combinant les données 

tridimensionnelles obtenues par l’ensemble des caméras, le système est capable de reconstruire 

les trajectoires complètes des marqueurs et, par extension, de modéliser en trois dimensions 

les mouvements observés ( figure 1.10(c), p.20).  

 

Un des avantages majeurs de ces systèmes est la possibilité de calibrer l’appareil avant la 

collecte de données, en définissant les axes fonctionnels du genou par pointage des points 

anatomiques. Ce processus garantit le respect d’un référentiel précis lors de la reconstruction 

du modèle tridimensionnel, ainsi que lors du calcul des angles au genou. Ces angles sont 

ensuite interprétés dans un cadre anatomique, offrant ainsi une interprétation clinique fiable. 

Toutefois, malgré leur précision, les systèmes optoélectroniques ne sont pas exempts 

d’imperfections. Les trajectoires des marqueurs, censées représenter les os sous-jacents, 
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peuvent être affectées par les mouvements de la peau, ce qui entraîne des erreurs de mesure 

(Hagemeister et al., 2005). C’est pourquoi ces systèmes, bien que largement utilisés comme 

référence dans le domaine, sont considérés comme imparfaits. 

Dans ce contexte, la recherche en analyse du mouvement s’oriente de plus en plus vers le 

développement de solutions innovantes visant à garantir des résultats à la fois fiables et 

interprétables en genougraphie, tout en optimisant les contraintes matérielles et financières. En 

effet, la mise en place d’un système optoélectronique de haute précision pour l’analyse du 

mouvement représente un investissement considérable, pouvant excéder 15 000 $ CAD, en 

fonction du nombre de caméras et de la qualité du dispositif. Ainsi, de nombreuses méthodes 

et outils cliniques ont été expérimentés dans le domaine; toutefois, la plupart présentent des 

limites en termes de champ d’analyse, de précision et de reproductibilité des mesures. Bien 

que certaines approches récentes aient démontré un potentiel encourageant pour surmonter ces 

obstacles, leur transposition dans un environnement clinique opérationnel reste un défi majeur, 

en raison des exigences spécifiques de ce cadre d’application (Lustig, Magnussen, Cheze, & 

Neyret, 2012). 

 

Figure 1.10 (a) Représentation simplifiée de l’espace de travail et de la disposition des 
caméras infrarouges d’un système optoélectronique pour l’analyse du mouvement  

(b) Disposition des marqueurs réfléchissants sur un participant  
(c) Reconstruction 3D des segments corporels à partir des informations obtenues par les 

capteurs optoélectroniques 
Tirée de Rossi et al. (2020), p.4 
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Certaines solutions émergent comme plus prometteuses que d’autres, attirant ainsi un intérêt 

croissant de la part des chercheurs. Les deux sous-sections suivantes exploreront en détail deux 

de ces alternatives : le système d’attaches KneeKG® et les centrales inertielles. 

 

1.3.2 Le système KneeKG® 

Le Laboratoire d’Innovation Ouverte en technologie de la santé (LIO-ÉTS) a développé un 

harnais, inspiré par les travaux antérieurs de Sati, de Guise, Larouche & Drouin (1996), 

permettant la fixation de capteurs optoélectroniques sur deux corps rigides, l’un au niveau du 

fémur et l’autre au niveau du tibia (  figure 1.11). Chaque corps rigide est fixé à un segment 

corporel spécifique et comporte son propre repère local. Afin d’assurer une mesure précise du 

mouvement des segments inférieurs dans un repère global, une méthode de calibrage a été 

conçue en parallèle avec ce harnais (Hagemeister et al., 2005).  

Figure 1.11 Système d’attaches KneeKG®, muni de deux  
grappes de marqueurs optoélectroniques 

Tirée de Clément, Dumas, Hagemeister, & de Guise (2017), p.3 
© 2017, utilisée avec la permission de Informa UK Limited, 

opérant sous le nom de Taylor & Francis Group 
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L’étude de Sati et al. (1996) repose sur l’idée que l’évaluation des données cinématiques 

tridimensionnelles du genou doit être réalisée  pour en assurer la précision. En effet, les 

mesures obtenues à partir de capteurs optoélectroniques génériques sont souvent perturbées 

par des artéfacts induits par les déplacements des tissus mous sous les capteurs (Lustig et al., 

2012).  En fixant les capteurs sur des corps rigides et en les ancrant de manière quasi statique 

sur les os des membres inférieurs, il devient possible de réduire les mouvements relatifs entre 

les capteurs et les structures osseuses sous-jacentes. Cela minimise ainsi les artéfacts associés 

aux tissus mous, permettant une mesure plus fiable du mouvement de l’articulation du genou 

(Labbe, Hagemeister, Tremblay, & de Guise, 2008). 

 

Ce dispositif, qui présente un potentiel considérable pour l’évaluation clinique dynamique de 

la cinématique tridimensionnelle du genou, a été commercialisé sous le nom de KneeKG® par 

l’entreprise Emovi en 2014 (https://emovi.ca/). Actuellement utilisé en milieu clinique, le 

KneeKG® permet une évaluation rapide et précise de la cinématique du genou d’un patient. 

Grâce à l’emplacement stratégique des corps rigides, le nombre de caméras optiques 

nécessaires est considérablement réduit, se limitant à une seule caméra 3D Polaris Spectra™ 

capable de capturer les trajectoires des marqueurs placés sur les segments de la cuisse et de la 

jambe, à une fréquence de 60 Hz. Bien que cette technologie surmonte certaines des limitations 

des systèmes antérieurs, elle reste confinée à des évaluations effectuées sur tapis roulant. Cette 

contrainte géographique et le potentiel inconfort occasionné par l’utilisation du tapis roulant et 

le port du dispositif peuvent limiter son applicabilité clinique et influencer potentiellement les 

résultats obtenus pendant l’essai de marche. 

 

1.3.3 Les centrales inertielles 

Dans un monde de plus en plus axé sur des technologies discrètes et invisibles, la recherche 

scientifique n’échappe pas à cette tendance. Les centrales inertielles, qui combinent dans un 

boîtier compact des accéléromètres, des gyroscopes et parfois des magnétomètres, sont 

devenues les outils favoris des chercheurs. Ces centrales, en raison de leur petite taille et de 

leur coût abordable, sont omniprésentes dans notre environnement quotidien. De nombreux 
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appareils modernes, tels que les smartphones, les tablettes, ainsi que certaines montres 

connectées, intègrent des IMUs pour mesurer les mouvements, l’orientation et la position de 

l’appareil. 

 

Le marché des centrales inertielles est vaste et offre une grande variété de modèles adaptés à 

des objectifs spécifiques. La figure 1.12 présente une vue d’ensemble des types et 

combinaisons d’IMUs les plus couramment utilisés dans la littérature scientifique. Toutefois, 

il convient de noter que bien que certaines centrales inertielles intègrent des magnétomètres, 

les données magnétiques sont rarement exploitées dans les études. Cela s’explique par le fait 

que le champ magnétique terrestre, capté par ces centrales, peut être perturbé par les éléments 

environnants du laboratoire, ce qui peut introduire des biais et fausser les résultats (Fong & 

Chan, 2010). Par conséquent, la majorité des études privilégient l’utilisation des données 

d’accélération linéaire triaxiale et des mesures triaxiales des gyroscopes. Les gyroscopes 

mesurent les taux de rotation autour des trois axes (roulis, tangage et lacet), produisant ainsi 

des mesures de vitesses angulaires triaxiales. Dans le cadre de ce mémoire, seules les vitesses 

angulaires triaxiales sont utilisées comme données d’entrée. 

Figure 1.12 Types et combinaisons de centrales inertielles  
utilisés dans la littérature scientifique 

(AS : accéléromètre; GS : gyroscope; MS : magnétomètre) 
Tirée de Garcia-de-Villa et al. (2023), p.4 
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Le domaine de l’analyse du mouvement a rapidement intégré les IMUs en raison de leur 

capacité à répondre à l’un des objectifs fondamentaux de la recherche dans ce domaine : 

concevoir des systèmes de mesure à la fois plus accessibles, plus économiques et moins 

contraignants, tout en garantissant une précision suffisante et une interprétabilité clinique 

pertinente. En effet, une centrale inertielle de haute qualité représente un investissement 

d’environ 2 000 $ CAD, ce qui en fait une alternative nettement plus abordable que les 

systèmes optoélectroniques traditionnels. Grâce à ces avantages, les IMUs sont largement 

utilisées pour l’analyse du mouvement humain, comme l’illustre la figure 1.13.  Toutefois, 

comme le souligne également la figure 1.12 (p.23), la diversité des centrales inertielles 

employées dans les études scientifiques témoigne d’un manque d’uniformisation des 

protocoles et des équipements. Cette hétérogénéité met en évidence la nécessité d’approfondir 

les recherches afin de déterminer la combinaison optimale d’IMUs et d’algorithmes 

garantissant la meilleure précision et reproductibilité des mesures. 

 

Bien que les centrales inertielles soient largement utilisées, elles présentent aussi des 

limitations notables. En effet, ces centrales sont sujettes à une dérive inhérente et leurs mesures 

Figure 1.13 Ratio des différentes applications de  
l’analyse du mouvement à l’aide de centrales inertielles 
Adaptée et traduite de Garcia-de-Villa et al. (2023), p.6 
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peuvent être affectées par du bruit, causé par les mouvements corporels et les impacts au sol, 

ce qui rend les données peu fiables, notamment lors d’activités de forte intensité (Hernandez, 

. Par ailleurs, ces centrales mesurent principalement 

des accélérations linéaires, plutôt que des positions. Par conséquent, afin de rendre les données 

issues des IMUs utiles en contexte clinique, il serait nécessaire de calculer des facteurs 

biomécaniques à partir des courbes de vitesses angulaires ou d’accélérations linéaires. Bien 

que des études antérieures aient exploré cette avenue (Dyas, 2019), l’interprétation clinique 

des facteurs ainsi obtenus demeure incertaine. Afin d’en assurer l’utilité clinique, il faudrait 

faire l’intégration des courbes d’accélération linéaire ou de vitesse angulaire pour obtenir les 

courbes cinématiques de position sur lesquelles évaluer les facteurs biomécaniques utilisés 

pour l’évaluation et le suivi des pathologies. Toutefois, ces intégrations introduisent une 

constante inconnue, ce qui perturbe davantage la précision des résultats déjà sensibles aux 

erreurs.  

 

Face à ces défis, la recherche se trouve confrontée à une impasse, car les outils actuels ne 

permettent pas de surmonter ces limitations de manière satisfaisante. C’est dans ce contexte 

que l’intelligence artificielle (IA), et en particulier l’apprentissage machine, pourrait jouer un 

rôle crucial. Ces technologies, en permettant une analyse plus fine et adaptative des données, 

offrent des perspectives prometteuses pour pallier les limitations actuelles des centrales 

inertielles et améliorer la précision des mesures cinématiques. 

 

1.4 L’apprentissage machine 

Au cours des dernières décennies, l’utilisation de l’apprentissage machine dans l’analyse et la 

classification de la marche a suscité un intérêt croissant, en raison de son potentiel à offrir des 

résultats précis et reproductibles dans des contextes variés. Bien que les méthodes 

traditionnelles d’apprentissage machine, telles que les processus gaussiens, les arbres de 

décision ou les « machines à vecteurs de support [traduction de l’OQLF] » (

 – SVM), aient permis d’obtenir des résultats intéressants dans certaines applications 

passées (García-de-Villa, Casillas-Pérez, Jiménez-Martín, & García-Domínguez, 2023), ces 
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approches semblent désormais moins prometteuses que celles basées sur l’utilisation de 

réseaux de neurones artificiels (RNA). En effet, les RNA se distinguent par leur capacité à 

apprendre à partir de données brutes sans nécessiter de modèles biomécaniques complexes. De 

plus, ils parviennent à générer des modèles de régression capables de minimiser les biais 

associés aux variations naturelles de la marche humaine, offrant ainsi des prédictions plus 

robustes et généralisables (Figueiredo et al., 2020). 

 

Les RNA sont des modèles informatiques inspirés du fonctionnement du cerveau humain. Ils 

sont constitués de plusieurs couches de « neurones artificiels » interconnectés, où chaque 

neurone reçoit des informations en entrée, les traite à l’aide d’une fonction mathématique 

définie, puis transmet le résultat aux neurones de la couche suivante. Ce traitement s’effectue 

à travers une combinaison de pondérations et de biais, ce qui permet de moduler et d’affiner la 

transmission des informations. Les couches neuronales et les connexions entre elles sont 

illustrées dans la figure 1.14 (p. 27, partie supérieure de la figure).  

 

Un RNA standard comporte au moins une couche d’entrée et une couche de sortie. La couche 

d’entrée est responsable de l’acquisition des données initiales, qui peuvent être de natures 

variées, allant des pixels d’une image aux valeurs numériques ou autres types de données. La 

couche de sortie, quant à elle, fournit la prédiction du modèle, que ce soit sous forme de 

régression ou de classification. Ce qui distingue les différents types de RNA, cependant, réside 

principalement dans leur structure interne. Entre la couche d’entrée et la couche de sortie se 

trouvent des couches intermédiaires, communément appelées « couches cachées ». Ces 

couches sont responsables du traitement complexe des informations, et leur nombre ainsi que 

leur type peuvent varier considérablement d’un réseau à l’autre. Ce sont ces caractéristiques 

qui déterminent en grande partie la capacité du réseau à résoudre des problèmes spécifiques. 

La figure 1.14 (p.27) présente un exemple de RNA composé de deux couches cachées, conçu 

pour traiter des valeurs numériques dans une tâche de régression. 
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Il existe une grande diversité de types de RNA, chacun ayant des avantages spécifiques en 

fonction des objectifs visés. De plus, des recherches récentes tentent de combiner différentes 

architectures de RNA afin d’en maximiser l’efficacité. Par conséquent, la majorité des études 

utilisant des RNA dans le domaine de l’analyse du mouvement sont motivées par la recherche 

Figure 1.14 Architecture type d’un RNA de type FFNN avec rétropropagation 
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de l’algorithme le mieux adapté à leur problématique spécifique. L’étendue de la liste des 

algorithmes de RNA disponibles, combinée à la diversité des objectifs poursuivis dans ce 

domaine, crée une large gamme d’options, parfois en nombre de centaines, voire de milliers. 

Néanmoins, il est important de souligner que toutes ces options ne sont pas nécessairement 

optimales ni pertinentes pour tous les types d’analyse. Le choix de l’architecture du RNA doit 

ainsi se baser sur une compréhension approfondie des caractéristiques des données ainsi que 

des objectifs cliniques ou biomécaniques visés, afin d’assurer la validité et la reproductibilité 

des résultats obtenus. 

 

1.4.1 Synthèse générale des techniques et utilité dans le domaine de l’analyse du 
mouvement 

L’utilisation des RNA dans le domaine de l’analyse de la marche n’est pas un phénomène 

récent. En effet, les premiers travaux explorant diverses applications biomédicales des -
1 (MLP) datent des années 1980. Cependant, les algorithmes de cette époque, 

et ce jusqu’à l’étude de Kohle, Merkl et Kastner en 1997, étaient limités dans leur capacité à 

fournir une analyse détaillée des patrons de marche. Les résultats obtenus par ces réseaux 

étaient souvent restreints à une classification binaire des patrons de marche, généralement entre 

sain et pathologique. Bien que ces approches aient permis d’initier des recherches 

intéressantes, leur portée clinique restait limitée, les résultats obtenus n’apportant pas 

suffisamment de précision pour une application clinique directe. Néanmoins, ces premières 

explorations ont ouvert la voie à des applications plus ambitieuses et complexes. 

 

Dans une étude menée par Findlow et al. (2008), les chercheurs ont exploré l’utilisation des 
2 (GRNN), une variante des 

3 (RBNN). Les GRNN partagent une architecture similaire avec les RBNN, 

notamment la présence d’une première couche intermédiaire dite « à bases radiales ». 

 
 
1 Perceptrons multicouches [traduction de l’OQLF] 
2 Réseaux de neurones de régression généralisée [traduction libre] 
3 Réseaux de neurones à bases radiales [traduction de l’OQLF] 
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Cependant, les GRNN introduisent une seconde couche intermédiaire, nommée « couche 

linéaire spéciale », qui diffère de celle des RBNN. Bien que cette approche ait montré des 

résultats intéressants dans d’autres domaines, son application à l’analyse cinématique de la 

marche n’a pas fait l’objet de recherches supplémentaires, ce qui suggère que cette méthode 

ne soit pas entièrement adaptée aux spécificités du mouvement humain. 

 

Plus récemment, les MLP ont été classés dans une catégorie plus générale de réseaux, appelés 
4 (FFNN). C’est au sein de cette catégorie que l’on retrouve le 

RNA présenté précédemment (  figure 1.14, p.27). Le principe des FFNN est relativement 

simple : chaque neurone d’une couche est connecté à la couche suivante dans un flux « vers 

l’avant », sans rétroaction ni boucle. Nombreuses sont les études dans ce domaine qui utilisent 

des FFNN, notamment sous la forme de MLP avec rétropropagation5 (MLP-BP), pour estimer 

des paramètres biomécaniques tels que les angles et les moments angulaires des articulations 

dans un ou plusieurs plans anatomiques (Bennett, Odom, & Ben-Asher, 2013 ; Mundt et al., 

2019 ; M. Lee & Park, 2020 ; Lim, Kim, & Park, 2020 ; Mundt, Koeppe, David, et al., 2020 ; 

Stetter, Krafft, Ringhof, Stein, & Sell, 2020 ; T. Lee, Kim, & Lee, 2021).  

 

La popularité de cette approche réside dans sa simplicité d’implémentation, ainsi que dans les 

résultats pertinents qu’elle offre en termes d’estimation de paramètres biomécaniques (Mundt 

et al., 2021). Toutefois, une limitation importante réside dans le nombre de centrales inertielles 

utilisées dans ces études, souvent au nombre de cinq (placés sur le pelvis, les cuisses et les 

tibias). Cette utilisation multiple d’IMUs va à l’encontre de l’objectif principal, qui est de 

simplifier la prise de mesures pour les cliniciens. De plus, la majorité de ces études ne 

permettent l’estimation des angles au genou que dans l’axe de la flexion/extension, ce qui 

limite leur applicabilité dans un cadre clinique visant à évaluer des facteurs biomécaniques 

complexes. 

 

 
 
4 Réseaux de neurones à propagation avant [traduction de l’OQLF] 
5 -  [traduction de l’OQLF] 
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Au sein de la vaste catégorie des FFNN, on retrouve également des réseaux dits « profonds » 

ou 6 (DNN), qui sont caractérisés par un nombre important de couches 

d’apprentissage. Grâce à la quantité colossale de connexions et d’architectures disponibles 

dans les DNN, il est possible de réduire le nombre de centrales inertielles au minimum, jusqu’à 

un seul IMU (Gholami, Napier, & Menon, 2020). Bien que l’augmentation du nombre de 

couches dans un DNN puisse entraîner une consommation accrue de mémoire et un 

allongement des temps de traitement, la capacité des DNN à extraire des caractéristiques 

locales intrinsèques, ou « caractéristiques profondes », leur permet souvent d’atteindre des 

performances proches de celles des systèmes de capture du mouvement optoélectroniques, qui 

sont généralement utilisés comme référence dans ce domaine. En conséquence, de nombreuses 

études (Dorschky et al., 2020 ; Gholami et al., 2020 ; Mundt et al., 2021 ; Rapp, Shin, 

Thomsen, Ferber, & Halilaj, 2021) ont exploré l’utilisation des 
7 (CNN), un type spécifique de DNN, qui a montré des résultats prometteurs dans 

l’analyse du mouvement humain à l’aide de centrales inertielles (Gholami, Rezaei, Cuthbert, 

Napier, & Menon, 2019).  

 

Les CNN, généralement utilisés pour traiter des données visuelles, sont composés de couches 

non complètement connectées (couches de convolution, de 8, ReLU, etc.), suivies 

de couches entièrement connectées (dites couches denses). Dans le contexte de l’analyse de la 

marche, on utilise souvent des CNN en une dimension (1D-CNN), car les données sont des 

séries temporelles. D’autres types de CNN, comme les 9 (VGG) 

(Simonyan & Zisserman, 2014) et les réseaux résiduels (RESNET) (He, Zhang, Ren, & Sun, 

2016), sont également utilisés, bien que leur utilisation demeure moins répandue. 

 

Les réseaux de neurones profonds étant une catégorie vaste et hétérogène, certains DNN se 

distinguent par leur capacité à traiter des séquences temporelles. Parmi eux, on trouve les 

 
 
6 Réseaux de neurones profonds [traduction de l’OQLF] 
7 Réseaux de neurones à convolutions [traduction de l’OQLF] 
8 Échantillonnage par maximum [traduction libre] 
9 Groupe de géométrie visuelle [traduction libre] 
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réseaux de neurones récurrents10 (RNN) (Huang et al., 2019), qui ont pour particularité de 

conserver l’état interne d’un réseau, rendant leur exploitation particulièrement adaptée aux 

séries temporelles. Parmi les variantes récentes de RNN, on trouve les réseaux -
11 (LSTM) (Mundt et al., 2019 ; Mundt, Koeppe, Bamer, David, & Markert, 

2020 ; Barua, Zakia, Menon, & Jiang, 2021 ; Conte Alcaraz, Moghaddamnia, & Peissig, 2021 ; 

Liang, Gao, & Liao, 2021 ; Mundt et al., 2021 ; Rapp et al., 2021), les réseaux et 

- 12 (BiLSTM) (Sharifi-Renani, Eustace, Myers, & Clary, 2021 ; Tan 

et al., 2022) et les réseaux  13 (GRU) (Cho et al., 2014). Toutefois, en 

raison de leur rareté dans les études appliquées à l’analyse de la marche, les réseaux GRU et 
14 (NARX) (Tsungnan Lin, 

Horne, Tino, & Giles, 1996) ne seront pas approfondis dans le cadre de ce mémoire. 

 

En raison de leur capacité à gérer des informations temporelles et leur architecture adaptée 

pour contrer les problèmes de disparition ou d’explosion du gradient, les LSTM semblent être 

la solution la plus prometteuse pour l’analyse de la cinématique de la marche (Conte Alcaraz 

et al., 2021). Les LSTM se composent de cellules capables de conserver les informations de 

leurs états précédents et actuels grâce à des portes de mémoire, ce qui leur confère une grande 

flexibilité face à des données cinématiques. De plus, en raison de leurs portes d’oubli, les 

LSTM sont particulièrement performants dans l’adaptation aux changements dans les données, 

un aspect crucial pour l’analyse de la marche humaine (García-de-Villa et al., 2023).  

 

Contrairement aux réseaux LSTM qui sont unidirectionnels, les réseaux BiLSTM effectuent 

une lecture temporelle bidirectionnelle des données afin de considérer non seulement les 

données des états précédents, mais également les données des états futurs (Sharifi-Renani et 

al., 2021). Cette approche permet potentiellement d’améliorer la précision des prédictions, en 

 
 
10 [traduction de l’OQLF] 
11 Réseaux de mémoire longue à court terme [traduction de l’OQLF] 
12 Réseaux de mémoire longue à court terme bidirectionnels [traduction libre] 
13 Unité récurrente à porte [traduction libre] 
14 Réseaux de neurones autorégressifs non linéaires avec entrées exogènes [traduction libre] 
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offrant à chaque état un plus large éventail d’informations contextuelles (Siami-Namini, 

Tavakoli, & Namin, 2019). Cette amélioration de la précision des prédictions grâce aux 

BiLSTM est l’un des principaux objectifs de ce mémoire, puisque plusieurs études dans le 

domaine de l’analyse de la marche ont obtenu des résultats intéressants en faisant l’usage de 

réseaux LSTM. 

 

Enfin, pour atteindre une précision encore supérieure, certaines études récentes tentent de 

combiner différentes approches de RNA pour l’estimation des angles articulaires pendant la 

marche. Hernandez et al. (2021), par exemple, ont proposé une approche combinant CNN et 

LSTM dans une architecture appelée DeepConvLSTM. C’est une approche suggérée au 

préalable par Ordóñez et Roggen (2016) après leur exploration de multiples codes ayant été 

soumis dans le cadre d’un défi de reconnaissance de l’activité humaine mesurée à l’aide de 

centrales inertielles sur une base de données préexistante : la base de données OPPORTUNITY 

(https://archive.ics.uci.edu/dataset/226/opportunity+activity+recognition). La différence entre 

la méthode DeepConvLSTM suggérée et un CNN de base réside au niveau de l’architecture 

des couches denses. Pour le DeepConvLSTM, les unités des couches denses sont des cellules 

récurrentes LSTM alors que pour le CNN de base, les unités sont plutôt non-récurrentes et 

entièrement connectées. Le DeepConvLSTM combine ainsi les avantages des CNN pour 

l’extraction de caractéristiques locales avec ceux des LSTM pour l’analyse des données 

temporelles. Bien que cette méthode ait montré des résultats prometteurs, l’objectif de ce 

mémoire est de conserver une approche plus simple en termes d’architecture de RNA, sans 

recourir à des combinaisons complexes de modèles. 

 

Enfin, Hossain, Dranetz, Choi et Guo (2022) ont proposé une approche combinant CNN et 

GRU afin de former la base d’un modèle RNN. Bien que leurs résultats soient intéressants, la 

complexité de leur modèle, le placement atypique des IMUs et l’utilisation d’un seul plan 

anatomique dans l’estimation des angles limitent l’applicabilité de ce modèle dans le cadre de 

notre étude. 
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1.4.2 Fonctionnement de réseaux BiLSTM 

Un réseau BiLSTM repose sur l’apprentissage simultané bidirectionnel de deux réseaux 

LSTM. Pour bien comprendre le fonctionnement de ces réseaux BiLSTM, il est crucial de 

saisir la structure des réseaux LSTM, dont l’objectif principal est de résoudre des problèmes 

liés à la prédiction de séquences temporelles (Mundt et al., 2021). Ce type de RNA est 

particulièrement adapté pour traiter des données séquentielles, car il permet d’éviter le 

prétraitement souvent nécessaire, tel que l’aplatissement des données, et ainsi de maintenir 

l’intégrité de la structure temporelle sans allonger indûment le vecteur de caractéristiques 

présenté aux neurones de la couche d’entrée. 

 

Les réseaux LSTM exploitent les dépendances temporelles au sein des séquences de données, 

ce qui les rend particulièrement pertinents pour des applications telles que l’estimation de la 

cinématique du mouvement. Bien que d’autres types de réseaux de neurones récurrents (RNN) 

partagent également cette capacité, les LSTM se distinguent par leur aptitude à conserver une 

partie de leur mémoire au lieu de la totalité de leurs états passés. Cette caractéristique permet 

aux LSTM de maintenir une mémoire sur des intervalles de temps beaucoup plus longs que les 

autres RNN classiques, ce qui est un atout majeur pour l’analyse des séries temporelles 

longues, comme celles rencontrées dans les études de marche humaine (Conte Alcaraz et al., 

2021). Néanmoins, les réseaux LSTM nécessitent une grande quantité de données pour 

l’entraînement et une optimisation approfondie afin d’atteindre des performances élevées 

(Mundt et al., 2021). 

 

La structure d’une cellule LSTM repose sur trois types de portes fondamentales : la porte 

d’oubli ( ), la porte d’entrée ( ) et la porte de sortie ( ). Ces portes 

ont été introduites pour résoudre le problème de la disparition et de l’explosion du gradient, 

des phénomènes qui surviennent lors de l’entraînement de réseaux profonds, en particulier 

avec la rétropropagation. Le gradient dans l’apprentissage d’un RNA est un vecteur qui 

représente la direction et l’intensité de la variation d’une fonction de perte par rapport aux 

paramètres (poids et biais) du modèle. Il joue un rôle important dans l’amélioration des 
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performances d’un réseau. La disparition du gradient se produit lorsque les gradients 

deviennent trop petits au fur et à mesure qu’ils remontent dans les couches, rendant ainsi les 

mises à jour des poids presque nulles et ralentissant l’apprentissage. L’explosion du gradient, 

en revanche, se produit lorsque les gradients deviennent excessivement grands, ce qui entraîne 

des mises à jour instables et rend l’apprentissage difficile. 

 

La figure 1.15 (p.35) illustre l’architecture d’une cellule LSTM, où  représente les données 

d’entrée. Cette cellule utilise deux vecteurs principaux :  et . Le premier vecteur, , 

correspond à l’état interne de la cellule ( ), ou sa mémoire, tandis que le deuxième, 

, est l’état caché ( ), ou la sortie de la cellule. Ces deux vecteurs sont transmis et 

modifiés à chaque étape temporelle grâce à l’interaction des portes (Conte Alcaraz et al., 2021). 

L’élément distinctif des réseaux LSTM, soit la porte d’oubli  ( équation 1.1, p.36), est la 

première étape de cette interaction. Elle décide de la proportion de l’état précédent ( ) à 

conserver ou à oublier, en combinant les informations de l’entrée actuelle ( ) et de l’état caché 

(donc la sortie) de la cellule précédente ( ) afin de générer, habituellement à l’aide d’une 

fonction sigmoïde, une valeur entre 0 et 1, où 0 signifie « tout oublier » et 1 signifie « tout 

garder ». 

 

La porte d’entrée , quant à elle, décide des informations qui sont ajoutées à l’état de la cellule 

( ). Cela se fait en combinant une fonction sigmoïde pour sélectionner les valeurs à mettre à 

jour dans l’état de la cellule  ( équation 1.2, p.36), et une fonction tangente hyperbolique 

(tanh) pour générer de nouvelles valeurs candidates ( ) qui seront intégrés à l’état de la cellule 

( équation 1.3, p.36). Avant de passer à la dernière porte, l’état de la cellule ( ) est mis à 

jour à l’aide d’une concaténation des informations fournies par les portes d’oubli et d’entrée 

( équation 1.4, p.36). De ce fait, l’ancienne mémoire  est oubliée en fonction des 

résultats de la porte d’oubli  et de nouvelles informations sont ajoutées en fonction des 

résultats de la porte d’entrée  et des nouvelles valeurs candidates . 
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La porte de sortie  contrôle la partie de l’état de la cellule ( ) qui sera utilisée pour produire 

l’état caché, donc la sortie de la cellule ( ). Elle est également composée de deux parties, soit 

une première équation qui est régulée par la sortie de la cellule précédente ( ) et l’entrée de 

la cellule actuelle ( ), puis une seconde équation qui combine le résultat de la première avec 

l’état de la cellule ( ) filtré par une fonction tanh ( équations 1.5 et 1.6, respectivement, 

p.36). 

 

Les matrices de poids, représentées par , et les paramètres de biais, représentés par , 

jouent un rôle fondamental dans la précision du modèle. Ces paramètres sont ajustés au cours 

de l’entraînement à travers un processus de rétropropagation dit « à travers le temps [traduction 

libre] » ( ) qui tient compte des données séquentielles et de leur 

temporalité (Liang et al., 2021). 

Figure 1.15 Architecture d’une cellule de réseau LSTM avec représentation des trois types 
de portes 
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Les équations suivantes, traduites et adaptées de Hochreiter & Schmidhuber (1997), définissent 

les différentes étapes de mise à jour dans une cellule  d’un réseau LSTM :  

 

 

Les réseaux BiLSTM, en revanche, représentent une évolution de cette structure, avec deux 

réseaux LSTM qui fonctionnent simultanément en propagation avant et en rétropropagation. 

(  figure 1.16, p.37). Les informations issues de la cellule LSTM au temps 1 sont 

utilisées dans les portes de la première cellule LSTM au temps , tandis que celles issues du 

temps + 1 sont utilisées dans les portes de la seconde cellule LSTM au temps . Cette 

architecture bidirectionnelle permet au réseau d’intégrer à chaque étape les informations 

provenant à la fois du passé et du futur de la séquence temporelle. Ainsi, l’utilisation de réseaux 

BiLSTM permet de produire des prédictions plus robustes et précises, notamment pour des 

applications impliquant des données temporelles complexes, telles que celles de la cinématique 

de la marche. 

 

En pratique, les données de sortie  d’une unité BiLSTM au temps  sont obtenues par la 

concaténation des sorties  des deux cellules LSTM qui composent le réseau. Cette capacité 

de prendre en compte des informations passées et futures dans un même modèle améliore 

considérablement la qualité des prédictions, rendant les réseaux BiLSTM particulièrement 

adaptés pour des tâches d’estimation de paramètres biomécaniques, comme les angles 

articulaires, où la dépendance temporelle joue un rôle crucial dans l’exactitude des résultats. 

Porte d’oubli : = ( + + ) (1.1) 

Porte d’entrée : = ( + + ) (1.2) 

Nouvelles valeurs candidates : = tanh ( + + ) (1.3) 

État de la cellule : = +  (1.4) 

Porte de sortie : = ( + + ) (1.5) 

État caché : = tanh ( ) (1.6) 
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1.4.3 Résumé des méthodes de réseaux LSTM et BiLSTM observées dans la 
littérature 

Le tableau 1.3 (p.39) présente une synthèse des approches adoptées dans diverses études 

exploitant les réseaux de neurones LSTM et BiLSTM pour estimer les angles du genou pendant 

la marche à partir de données issues de centrales inertielles. Certaines de ces études intègrent 

des centrales inertielles virtuelles (générées par des algorithmes) plutôt que des centrales 

physiques (ou « réelles »). Une seule étude compare et combine ces deux types de centrales 

afin d’évaluer la fiabilité des données obtenues par les centrales virtuelles (Sharifi-Renani et 

al., 2021). 

Les études recensées ont souvent recours à plusieurs types de réseaux de neurones. Toutefois, 

seuls les résultats obtenus avec les architectures LSTM et BiLSTM sont pris en compte pour 

la comparaison. De plus, bien que la plupart des travaux visent à estimer non seulement les 

Figure 1.16 Architecture simplifiée d’une cellule BiLSTM 
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angles du genou, mais aussi ceux de la hanche et de la cheville, l’analyse comparative se 

focalise uniquement sur les estimations des angles du genou. Enfin, les études menées 

exclusivement sur des populations saines sont d’un intérêt moindre pour cette comparaison, 

car les différences cinématiques entre des sujets sains et des patients pathologiques peuvent 

influencer l’apprentissage des réseaux. 

 

L’analyse des populations étudiées dans le tableau 1.3 (p.39) met en évidence que la majorité 

des recherches se focalisent sur des sujets sains ou ayant subi une arthroplastie totale ou 

unicompartimentale du genou (TKA ou UKA). En revanche, les études intégrant une cohorte 

importante de patients atteints de gonarthrose (OA) demeurent rares. Par exemple, Sharifi-

Renani et al. (2021) analysent un groupe restreint de 17 patients ayant subi une TKA et 13 

patients OA, ce qui limite la représentativité des données. Cette observation illustre la nécessité 

de disposer d’un ensemble de données suffisamment large et varié pour garantir un 

apprentissage robuste des modèles de réseaux de neurones, en tenant compte d’une diversité 

adéquate des mouvements et des conditions pathologiques. 

 

Par ailleurs, Rapp et al. (2021) proposent l’une des cohortes les plus étendues et diversifiées 

en termes de pathologies parmi les études recensées. Cependant, les participants étudiés sont 

des coureurs blessés, qui, en raison de leur niveau athlétique élevé et de leur âge relativement 

jeune, présentent des patrons de marche moins variables que ceux observés chez des patients 

OA ou ayant subi une TKA ou une UKA (Terrier & Reynard, 2015 ; Ponzio et al., 2018). Cette 

homogénéité pourrait ainsi favoriser un apprentissage plus aisé du réseau de neurones sur ces 

données, tout en limitant la généralisation des résultats à d’autres populations pathologiques.  
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Tableau 1.3 Résumé des architectures et méthodologies utilisées dans la littérature pour 
l’apprentissage par réseaux de neurones en analyse de la marche 

 

Référence 
Type 

de RNA 
Standard 

comparatif 
Nb. 

d’axes 
Qté. de 
IMUs 

Population étudiée 

Mundt et al. 
(2019) 

- FFNN 
- LSTM 

SO + DI 
3 

(H, G, C) 
NA* 
(V) 

- Sains 
- TKA et UKA 
- Total de 115 sujets 

Mundt, 
Koeppe, 

Bamer, et al. 
(2020) 

- LSTM SO + DI 
3 

(H, G, C) 
 

(V) 

- Sains 
- TKA et UKA 
- Total de 115 sujets 

Conte Alcaraz 
et al. 

(2021) 

- GRNN 
- NARX 
- LSTM  

1 
(H, G, C) 

1 
(R) 

- Sains (20 sujets) 

Liang et al. 
(2021) 

- LSTM Quaternions 
1 

(G) 
1 

(R) 

- Sains (8 sujets) 

Rapp et al. 
(2021) 

- 1D-CNN 
- LSTM 

SO + DI 
3 

(H, G, C) 
7 

(V) 

- Sains (35 sujets) 
- Coureurs blessés aux 
membres inférieurs** 
(266 sujets) 

Sharifi-Renani 
et al. 

(2021) 
- BiLSTM SO + DI 

3 
(H, G) 

4 
(R + V) 

- TKA (17 sujets) 
- OA (13 sujets) 

* NA signifie que la valeur précise associée à la donnée n’était pas disponible dans la référence. 
** Emplacement des blessures : 72 au genou, 58 à la cheville ou au pied, 51 au bassin ou à la 
hanche, 42 à la cuisse et 39 au niveau du tibia. 
Abréviations : SO : Système optoélectronique, DI : Dynamique inverse, H : Angle de la 
hanche, G : Angle du genou, C : Angle de la cheville, R : Réel, V : Virtuel 
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Le tableau 1.4 (p.41) présente une synthèse des performances des modèles évalués dans la 

littérature. Une tendance générale s’en dégage : les études employant un nombre réduit de 

centrales inertielles affichent généralement des performances moindres. Cependant, ces 

mêmes études disposent également de bases de données d’apprentissage plus restreintes, ce 

qui peut expliquer en partie ces résultats. Il est possible d’observer cette double tendance 

d’abord avec l’étude de Rapp et al. (2021), qui utilisent le plus d’IMUs et ont la plus grande 

population, et obtiennent une 15 (RMSE) aussi basse que 0,97° en 

flexion/extension. À l’inverse, les études avec un nombre limité de centrales et une petite 

population, comme celle de Liang et al. (2021), montrent des RMSE plus élevées, atteignant 3,89° pour l’axe de flexion/extension.  

 

Une autre observation issue du tableau 1.4 (p.41) est que les performances sont également 

influencées par la disposition des centrales inertielles sur le corps. Par exemple, les études 

positionnant des centrales sur le bassin, la cuisse et le tibia tendent à obtenir des résultats plus 

précis que celles utilisant uniquement des centrales placées sur un seul segment. Cela suggère 

que l’apport d’informations provenant de plusieurs segments corporels peut améliorer la 

précision des estimations. De plus, concernant le type d’IMU utilisé, Sharifi-Renani et al. 

(2021), obtiennent de meilleures performances sur leur modèle entraîné uniquement avec les 

valeurs d’IMUs virtuels par rapport à celui entraîné uniquement avec les valeurs d’IMUs réels. 

Toutefois, leur modèle le plus performant est celui entraîné sur une combinaison des valeurs 

d’IMUs réels et virtuels, suggérant que la fiabilité des centrales virtuelles peut être acceptable 

dans certaines conditions.  

 

 

 

 

 

 
 
15 Racine de l’erreur quadratique moyenne [traduction libre basée sur celle de l’OQLF] 
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Tableau 1.4 Résumé des mesures de performance évaluées dans la littérature par les études 
faisant usage d’un LSTM ou d’un BiLSTM 

 

Référence 
Position 
IMUs 

Axe 
RMSE  

(ET) (°) 
nRMSE  
(ET) (%) 

R  
(ET) 

Mundt et al.  
(2019) 

NA 

F/E 
A/A 

RI/RE 
Moyenne 

1,92 1,92 3,73 2,15 (0,08) 

NA 
NA 
NA 
NA 

0,997 0,681 0,945 0,923 (0,005)

Mundt, Koeppe, 
Bamer, et al.  

(2020) 

B, 2C, 2T 
Fl/Ex 
Ab/Ad 
Ri/Re 

1,77 (0,38) 1,58 (0,66) 2,62 (1,06) 
/ 

0,992 (0,003)0,947 (0,036)0,929 (0,059)
B, 2C 

Fl/Ex 
Ab/Ad 
Ri/Re 

1,98 (0,51) 1,77 (0,82) 2,85 (1,25) 
/ 

0,990 (0,004)0,940 (0,039)0,926 (0,057)
B, 2T 

Fl/Ex 
Ab/Ad 
Ri/Re 

1,69 (0,44) 1,54 (0,72) 2,48(1,09) 
/ 

0,993 (0,003)0,950 (0,032)0,936 (0,054)
B 

Fl/Ex 
Ab/Ad 
Ri/Re 

2,97 (0,55) 2,18 (0,85) 3,36 (1,27) 
/ 

0,978 (0,007)0,928 (0,052)0,913 (0,063)
Conte Alcaraz et al. 

(2021) 
P Fl/Ex 2,87 / / 

Liang et al.  
(2021) 

C Fl/Ex 3,89 / 0,98 

Rapp et al.  
(2021) 

B, 2C, 2T, 
2P 

Fl/Ex 
Ab/Ad 
Ri/Re 

0,97 (0,38) 2,16 (0,85) 2,75 (0,66) 
/ / 
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Référence 
Position 
IMUs 

Axe 
RMSE  

(ET) (°) 
nRMSE  
(ET) (%) 

R  
(ET) 

Sharifi-Renani et al. 
(2021) 

B, C, T, P 
(Virtuels) 

Fl/Ex 
Ab/Ad 
Ri/Re 

Moyenne 

2,1 (0,6) 2,0 (0,6) 6,4 (2,8) 2,9 (0,7) 

2,9 (0,8) 15,1 (4,5) 24,0 (11,3) 14,0 (5,5) 

0,99 (0,01) 0,82 (0,13) 0,70 (0,24) 0,84 (0,12) 

B, C, T, P 
(Réels) 

Fl/Ex 
Ab/Ad 
Ri/Re 

Moyenne 

2,9 (1,1) 2,0 (0,8) 7,0 (1,8) 3,3 (0,2) 

3,9 (1,6) 15,2 (6,3) 25,5 (6,3) 14,9 (4,7) 

0,99 (0,01) 0,75 (0,22) 0,77 (0,14) 0,83 (0,12) 

B, C, T, P 
(Réels + 
Virtuels) 

Fl/Ex 
Ab/Ad 
Ri/Re 

Moyenne 

1,4 (0,5) 1,2 (0,4) 3,8 (1,6) 1,7 (0,4) 

1,9 (0,7) 6,6 (2,3) 14,1 (6,4) 7,5 (3,1) 

0,99 (0,01) 0,94 (0,06) 0,93 (0,07) 0,96 (0,04) 
* Une barre oblique signifie que la valeur précise associée à la donnée n’était pas disponible 
dans la référence  
** NA signifie que la valeur précise associée à la donnée nécessitait la lecture imprécise d’un 
graphique.  
Abréviations : ET : Écart-type, B : Bassin, C : Cuisse, T : Tibia, P : Pied 
 

Une autre observation notable concerne l’absence de corrélation systématique entre des valeurs 

faibles de RMSE et des valeurs élevées du coefficient de corrélation ( ) pour un même axe de 

mouvement (voir tableau 1.4, p.41). Cette divergence pourrait résulter de l’utilisation de 

coefficients de corrélation distincts, tels que ceux de Pearson ou de Spearman, bien que cette 

distinction ne soit pas toujours explicitée dans les études. Par ailleurs, la RMSE étant une 

mesure absolue de l’erreur, elle ne tient pas compte de l’échelle des données et ne permet donc 

pas d’évaluer l’ampleur relative de l’erreur en fonction de la dispersion des valeurs observées. 

 

Dans le cadre de la comparaison des performances de modèles entraînés sur des ensembles de 

données différents, l’utilisation de la 16 (nRMSE) 

s’avère plus appropriée, car elle prend en compte l’amplitude des données observées et permet 

 
 
16 Racine de l’erreur quadratique moyenne normalisée [traduction libre] 
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une analyse comparative plus robuste (Miller, Portlock, Nyaga, & O’Sullivan, 2024). La 

nRMSE est obtenue en normalisant la RMSE par l’amplitude (soit l’écart entre la valeur 

maximale et la valeur minimale) des données observées, selon l’équation 1.7 : 

 

où ( ) et ( ) représentent respectivement les valeurs maximale et minimale 

des données observées. Ces données, considérées comme les valeurs de référence, représentent 

les données « attendues » en sortie du modèle. Elles sont généralement issues d’un standard de 

comparaison tel qu’un système optoélectronique. Le tableau 1.3 (p.39) précise le standard de 

comparaison utilisé pour chaque modèle étudié. 

 

Toutefois, bien que la normalisation de la RMSE améliore la robustesse de l’analyse 

comparative, il convient de rester prudent quant aux interprétations des résultats. En effet, la 

nRMSE peut être influencée par la manière dont les rotations sont calculées. Les valeurs 

obtenues sur les axes d’Ab/Ad et de Ri/Re peuvent varier considérablement en fonction de la 

procédure de calibration et de la méthodologie employée. Ainsi, des différences dans les 

procédures de calcul peuvent modifier l’amplitude totale d’une même base de données, 

impactant la valeur de la nRMSE obtenue. 

 

Par exemple, dans le cadre de cette étude, les angles sont calculés selon la méthode de Grood 

et Suntay (1983), qui décompose les rotations selon une séquence XYZ dans un système de 

coordonnées propre à l’articulation. Ce système repose sur un repère cartésien où l’axe Z 

positif est orienté de façon proximale, vers l’insertion la plus proche du membre étudié. En 

revanche, une autre étude recensée dans le tableau 1.4 (p.41), menée par Sharifi-Renani et al. 

(2021), utilise également la nRMSE pour évaluer les performances de leur réseau, mais sans 

préciser la séquence adoptée. Leur calcul des angles repose sur le logiciel OpenSim 

(https://simtk.org/projects/opensim), qui emploie un système de coordonnées cartésiennes 

avec un axe Y positif dirigé vers le haut. OpenSim permet de choisir la séquence de rotation 

utilisée (OpenSim, 2024), mais en l’absence de précisions à ce sujet dans l’étude, une 

= max( ) min ( ) (1.7)  
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comparaison directe avec les résultats de la présente recherche doit être réalisée avec 

précaution. 

 

En conclusion, bien que la nRMSE semble constituer un indicateur plus pertinent que la RMSE 

pour la comparaison des modèles, son interprétation nécessite une attention particulière à la 

méthodologie employée. L’harmonisation des procédures de calcul et la transparence quant 

aux choix méthodologiques sont essentielles pour garantir des comparaisons fiables entre 

différentes études. De ce fait, la comparaison des performances de notre modèle par rapport à 

celles retrouvées dans la littérature se basera principalement sur les valeurs de RMSE. 

 

1.4.4 Méthodes d’évaluation des performances 

Le choix du modèle n’est qu’une composante d’une démarche d’apprentissage machine 

efficace. En effet, la qualité d’un modèle ne se limite pas à sa capacité d’effectuer la tâche 

demandée sur les données d’entraînement, mais repose sur sa capacité de généralisation, c’est-

à-dire sa faculté à obtenir de bons résultats sur de nouvelles données non vues auparavant. 

Ainsi, pour évaluer la performance d’un modèle et garantir cette capacité de généralisation, il 

est essentiel de recourir à des méthodes d’évaluation spécifiques (James, Witten, Hastie, 

Tibshirani, & Taylor, 2023). 

 

L’évaluation des performances permet tout d’abord de comparer différents algorithmes et 

modèles, et ainsi de sélectionner celui offrant les meilleures performances pour une tâche 

donnée (Hanna et al., 2023). Cette comparaison se base sur des métriques d’évaluation qui 

varient selon le type de problème (classification, régression, regroupements, etc.) et le contexte 

d’application. Les mesures de performance identifiées dans la sous-section précédente reflètent 

ces métriques pour chaque étude (  tableau 1.4, p.41).   
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Un autre objectif crucial de l’évaluation des performances est la détection de phénomènes de 

surapprentissage17. Ce dernier se produit lorsque le modèle mémorise les données 

d’entraînement au lieu d’apprendre les tendances générales sous-jacentes, compromettant ainsi 

sa capacité à généraliser. Pour éviter ce biais, il est recommandé de diviser les données en 

plusieurs sous-ensembles : une base de données d’entraînement, une base de données de test 

et une base de validation au sein de l’ensemble d’entraînement. Cette séparation permet 

d’évaluer le modèle sur des données inédites, réduisant ainsi le risque de surapprentissage 

(Antoniou & Mamdani, 2021).  

 

Afin d’assurer une évaluation robuste, plusieurs méthodes de validation croisée sont 

couramment utilisées. Celles-ci permettent de tester chaque échantillon sans entraîner de 

surapprentissage. Parmi celles-ci, deux méthodes apparaissent fréquemment dans la 

littérature présentée à la sous-section précédente : la validation croisée en  partitions18 

(Mundt, Koeppe, Bamer, et al., 2020 ; Rapp et al., 2021 ; Sharifi-Renani et al., 2021) et la 

validation croisée par exclusion d’un sujet19 (Mundt et al., 2021 ; Tan et al., 2022). 

 

La validation croisée en  partitions, comme illustrée à la figure 1.17 (p.46), repose sur 

l’itération de l’entraînement du modèle  fois, en divisant la base de données en  sous-

ensembles. Lors de chaque itération, un sous-ensemble est utilisé comme ensemble de test, 

tandis que les 1 autres sous-ensembles sont combinés et utilisés pour entraîner le modèle 

(Raschka, 2020). Les performances sont ensuite évaluées à chaque itération, puis une moyenne 

des résultats obtenus sur l’ensemble des entraînements peut être évaluée. 

 

La validation croisée par exclusion d’un sujet, quant à elle, est une variante de la validation 

croisée en  partitions, dans laquelle  est égal au nombre  de sujets distincts dans l’ensemble 

de données. À chaque itération, un seul sujet est retenu pour le test, et les échantillons des 

 
 
17 [traduction de l’OQLF] 
18 - - [traduction libre] 
19 -One- -  [traduction libre] 
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1 autres sujets sont combinés et utilisés pour l’entraînement du modèle (Raschka, 2020). Cette 

méthode est particulièrement pertinente dans le cadre de l’analyse du mouvement, où plusieurs 

échantillons peuvent être associés à un même sujet. Dans ce cas, la validation croisée par 

exclusion permet d’éviter que les données d’un même sujet ne soient à la fois dans l’ensemble 

d’entraînement et de test, ce qui pourrait induire un surapprentissage et altérer la généralisation 

du modèle. Cependant, cette méthode est plus coûteuse en termes de ressources, en particulier 

avec des bases de données volumineuses. 

 

Enfin, il est important de souligner que la performance d’un modèle dépend également du 

choix et de l’optimisation de ses hyperparamètres. Un hyperparamètre est une variable qui 

Figure 1.17 Illustration de la méthode de validation croisée en  partitions pour = 5 
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influence le fonctionnement d’un modèle d’apprentissage machine, mais qui n’est pas 

directement appris à partir des données. Contrairement aux paramètres internes du modèle (tels 

que les poids dans un réseau de neurones), les hyperparamètres doivent être définis avant 

l’entraînement. L’optimisation des hyperparamètres est donc essentielle pour améliorer les 

performances du modèle. Parmi les études mentionnées à la sous-section précédente, un moyen 

utilisé pour effectuer cette optimisation est la recherche Hyperband. 

 

La recherche Hyperband est une méthode d’allocation dynamique des ressources, visant à 

optimiser la recherche des meilleurs hyperparamètres plus efficacement que les approches 

traditionnelles, telles que la recherche aléatoire ou la recherche sur grille20. Elle repose sur une 

optimisation par bandit multi-bras combinée à un système de réduction des ressources21, où un 

budget (en temps ou en essais de validation) est alloué à plusieurs configurations 

d’hyperparamètres, et les moins performantes sont éliminées progressivement. Cette approche 

permet de tester un large éventail de configurations tout en optimisant le temps de calcul. 

Cependant, il est à noter qu’elle ne garantit pas l’évaluation de toutes les combinaisons 

possibles (Li, Jamieson, DeSalvo, Rostamizadeh, & Talwalkar, 2018).

 
 
20  [traduction libre] 
21  [traduction libre] 





 

CHAPITRE 2 
 
 

Problématique et objectif de recherche 

L’analyse du patron de marche constitue une approche spécifique pour examiner les 

mouvements du genou, centrée sur l’évaluation des angles de rotation dans les trois axes de 

mouvement du genou pendant la marche. L’analyse des facteurs biomécaniques obtenus à 

partir des courbes triaxiales d’angles du genou au cours d’un cycle de marche représente un 

outil de diagnostic essentiel pour les cliniciens. En effet, elles permettent d’évaluer de manière 

objective et quantifiable les patients souffrant de troubles moteurs ou de pathologies au niveau 

des membres inférieurs, telles que l’arthrose du genou (gonarthrose). À cet égard, la précision 

des courbes cinématiques obtenues est cruciale, car elle fournit des données fiables qui 

facilitent le diagnostic et le suivi des pathologies, ainsi que la planification des traitements. 

 

2.1 Problématique abordée 

Actuellement, l’obtention des courbes cinématiques précises nécessaires pour une analyse 

détaillée du patron de marche repose principalement sur des systèmes de capture optique. Ces 

systèmes, souvent considérés comme la référence en matière d’analyse du mouvement (García-

de-Villa et al., 2023), sont néanmoins complexes, coûteux et nécessitent des espaces dédiés 

pour accueillir un grand nombre de caméras infrarouges disposées autour du participant. Bien 

que ces systèmes offrent une grande précision et permettent d’étudier les mouvements du 

genou avec un niveau de détail élevé, leur coût et leur infrastructure restreignent leur 

accessibilité dans les milieux cliniques de routine. 

 

En réponse à ces défis, les chercheurs se tournent de plus en plus vers l’utilisation de centrales 

inertielles, qui intègrent des accéléromètres, des gyroscopes et, dans certains cas, des 

magnétomètres. Ces centrales sont relativement peu coûteuses, portables et faciles à déployer, 

offrant ainsi une alternative intéressante aux systèmes optoélectroniques. Cependant, leur 

utilisation dans l’analyse du mouvement du genou nécessite des méthodes de traitement des 

données complexes. Les IMUs fournissent des courbes de vitesse angulaire et d’accélération 
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linéaire localisées sur le membre auquel ils sont fixés. En utilisant des techniques d’intégration, 

ces données peuvent être converties en courbes de rotation angulaire. Cependant, ces rotations 

présentent souvent des écarts par rapport à celles calculées avec des systèmes 

optoélectroniques, rendant l’extraction de caractéristiques pertinentes à l’interprétation 

clinique plus difficile. 

 

Une des principales différences entre les systèmes optoélectroniques et les centrales inertielles 

réside dans la capacité à définir un référentiel anatomique stable. Les systèmes 

optoélectroniques permettent de déterminer précisément les axes fonctionnels du genou en 

identifiant des points anatomiques spécifiques lors de la capture des données, créant ainsi un 

repère de référence pour l’analyse des mouvements qui est interprétable cliniquement. En 

revanche, cette méthode n’est pas applicable aux centrales inertielles, qui nécessitent plutôt un 

calibrage fonctionnel, tel que la méthode Palermo, afin de lier chaque centrale à un repère 

anatomique spécifique (Palermo, Rossi, Marini, Patanè, & Cappa, 2014 ; Robert-Lachaine, 

Parent, Fuentes, Hagemeister, & Aissaoui, 2020 ; di Falco, Aissaoui, & Hagemeister, 2025). 

Bien que des méthodes du genre soient utilisées dans la littérature, elles restent difficiles à 

implémenter et produisent des résultats qui diffèrent des mesures obtenues via des systèmes 

optoélectroniques. 

 

Par ailleurs, le bruit généré lors de l’intégration des données affecte de manière inégale les 

différents axes de rotation du genou. En effet, l’amplitude de mouvement observée dans l’axe 

de flexion-extension est bien plus grande que celle des axes d’abduction/adduction et de 

rotation interne/externe. Ainsi, une même erreur d’estimation impacte davantage les deux 

derniers axes, dont l’amplitude est moindre, ce qui limite la précision des estimations cliniques 

dans ces plans de mouvement. 

 

Des avancées récentes dans le domaine de l’analyse du mouvement, en particulier l’intégration 

de l’apprentissage machine, ont montré un potentiel intéressant pour réduire ces erreurs 

d’estimation, en particulier celles liées aux centrales inertielles. L’apprentissage machine, 

notamment à travers l’utilisation de réseaux de neurones récurrents, comme les LSTM et 
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BiLSTM, permet d’identifier des motifs dans les données temporelles et d’améliorer la 

précision des estimations des mouvements complexes. Cependant, les erreurs persistent, 

notamment pour les axes de rotation moins amples (abduction/adduction et rotation tibiale 

interne/externe), ce qui conduit de nombreuses études à se concentrer uniquement sur l’axe 

flexion/extension, réduisant ainsi l’applicabilité clinique des résultats, puisque les valeurs 

caractéristiques, aussi nommées facteurs biomécaniques, utilisées par les cliniciens requièrent 

une analyse complète sur les trois axes de mouvement. 

 

2.2 Objectifs du projet 

Les défis actuels concernent principalement la réduction du nombre de centrales nécessaires et 

la simplification de leur mise en œuvre, souvent réalisée par des professionnels spécialisés. De 

plus, de nombreuses études sont menées sur de petites populations ou sur des participants 

jeunes et en bonne santé. Il est donc essentiel d’évaluer la répétabilité des résultats sur des 

populations plus diverses, incluant différents âges, genres et niveaux de pathologies. Un autre 

objectif majeur est de minimiser les erreurs d’estimation des angles articulaires dans tous les 

axes du mouvement, notamment dans les axes d’abduction/adduction et de rotation tibiale 

interne/externe, afin de garantir la fiabilité des données utilisées dans l’évaluation clinique 

complète du patron de marche. 

 

L’objectif principal de ce mémoire est ainsi de concevoir et d’évaluer l’efficacité d’un 

algorithme basé sur un réseau de neurones de type BiLSTM, capable d’inférer avec précision 

les courbes cinématiques dans les trois axes anatomiques à partir de données provenant de deux 

centrales inertielles virtuellement placées sur les membres inférieurs (fémur et tibia) pendant 

la marche. Cette étude sera réalisée avec des patients sains et des patients souffrant de 

gonarthrose. L’inférence précise de ces courbes cinématiques, au-delà des limitations actuelles 

des centrales inertielles, pourrait permettre une évaluation complète des facteurs 

biomécaniques utilisés dans les analyses cliniques, rendant ces évaluations plus accessibles et 

pratiques dans des environnements en dehors du laboratoire. 

 





 

CHAPITRE 3 
 
 

Étape préliminaire pour l’utilisation de tous les cycles 

3.1 Introduction de l’étape préliminaire 

La caractérisation des courbes cinématiques à l’aide de facteurs biomécaniques a été présentée 

dans le premier chapitre de ce mémoire. Actuellement, ces facteurs sont utilisés en clinique 

sous deux formats principaux : des valeurs numériques et des catégories. Toutefois, ce sont 

surtout ces dernières qui servent de base aux diagnostics. 

 

À ce jour, les facteurs biomécaniques appliqués en clinique sont dérivés de la courbe d’un 

cycle moyen. Cependant, cette courbe moyenne n’est pas calculée à partir de l’ensemble des 

cycles de marche captés pendant un essai, mais plutôt à partir des 15 cycles22 les plus 

répétables23 (ou « cycles valides »). Ce processus implique donc un découpage préalable des 

cycles à partir du signal complet enregistré pendant l’essai de marche. Cette méthode, que nous 

désignerons par « méthode standard » pour la suite de ce chapitre, n’a cependant pas été 

rigoureusement validée. Une question se pose alors concernant la pertinence du retrait des 

cycles jugés aberrants (ou « cycles rejetés ») dans le calcul des valeurs numériques et, par 

conséquent, des catégories associées aux différents facteurs biomécaniques. 

 

En effet, la méthode standard ajoute une étape de traitement supplémentaire aux données 

provenant des systèmes optoélectroniques. La confirmation de la nécessité de cette étape pour 

le calcul des facteurs biomécaniques impliquerait de l’intégrer également dans le traitement 

des données issues des centrales inertielles. Cela impliquerait alors un découpage des courbes 

d’accélérations triaxiales en fonction des cycles de marche, ne conservant que les cycles les 

 
 
22 Il faut un minimum de 15 cycles considérés « répétables » dans un même essai afin d’évaluer la courbe moyenne 
et les facteurs biomécaniques. Si plus de 15 cycles sont considérés de la sorte, l’ensemble des cycles qui répondent 
au critère seront considérés dans les calculs subséquents. 
23 Un cycle est considéré « répétable » s’il se retrouve à moins de 1,5 écart-types de la moyenne des cycles d’un 
essai. 
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plus répétables. Cependant, comme mentionné dans le chapitre précédent, un réseau de 

neurones de type LSTM ou BiLSTM nécessite une large base de données d’apprentissage pour 

produire des résultats pertinents et significatifs. Ainsi, découper une partie des signaux 

enregistrés réduit du même fait la taille de la base de données d’apprentissage, ce qui peut alors 

affecter la précision des estimations produites. 

 

L’objectif de cette étape préliminaire est donc de vérifier si le découpage et le tri des cycles de 

marche sont réellement nécessaires pour le calcul des facteurs biomécaniques. Pour cela, les 

valeurs numériques et les catégories des facteurs biomécaniques, calculées à partir de 

l’ensemble des cycles d’un essai, seront comparées à celles obtenues par la méthode standard. 

 

3.2 Description des bases de données initiales 

Deux bases de données seront utilisées pour effectuer cette vérification. Elles ont été collectées 

par le centre intégré universitaire de santé et de services sociaux (CIUSSS) de l’Est-de-l’Île-

de-Montréal et l’Hôpital Maisonneuve-Rosemont (HMR), en collaboration avec le Centre de 

recherche du centre hospitalier de l’Université de Montréal (CRCHUM), la TÉLUQ et l’École 

de technologie supérieure (ÉTS). Les patients et sujets inclus dans ces bases de données ont 

signé un formulaire de consentement approuvé par les institutions. 

 

La première base de données, intitulée MonArthrose, a été constituée dans le cadre d’un projet 

clinique visant à améliorer le traitement et le diagnostic de l’arthrose du genou (Projet Arthrose 

– Mieux traiter et diagnostiquer l’arthrose du genou : un impératif clinique et économique pour 

notre système de santé). Son numéro de certificat éthique au CRCHUM est CE14.339. Les 

acquisitions de la seconde base de données, nommée HMR, ont été réalisées à l’HMR sous le 

certificat éthique numéro 2011-462. Des acquisitions provenant de la base de données du LIO-

ÉTS (numéro de certificat éthique : BD07.001) sont incluses dans cette seconde base de 

données. Le tableau 3.1 (p.55) présente un résumé de la description de la population de chacune 

de ces deux bases de données. 
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Tableau 3.1 Description de la population des bases de données MonArthrose et HMR 
 

 MonArthrose HMR 

Type OA à divers stades Sains/asymptomatiques 

Répartition 
428 participants 

265 femmes; 163 hommes 

90 participants 

49 femmes; 41 hommes 

Âge moyen 62,9 ±  9,47 ans 34,8 ±  12,3 ans 

 

Les deux bases de données suivent un protocole expérimental identique pour l’acquisition des 

données. Les participants ont été invités à réaliser plusieurs essais de marche de 45 secondes 

sur un tapis roulant non instrumenté, à une vitesse confortable et contrôlée de 0,8 m/s. Pendant 

ces essais, chaque participant portait le système KneeKG® sur un genou (un essai étant 

généralement effectué sur chaque genou lors d’une même consultation), permettant à une 

caméra 3D de type Polaris Spectra™ de capturer les trajectoires des grappes de marqueurs 

placées sur les segments de la cuisse et de la jambe, à une fréquence de 60 Hz. 

 

Les fichiers présents dans ces bases de données sont au format « .kkg », une nomenclature 

inspirée par le nom du système, KneeKG®. Ce format protège les données pour garantir 

l’anonymat des participants. Chaque fichier contient non seulement des informations générales 

sur le participant, mais également l’ensemble des matrices de rotations et de translations des 

grappes de capteurs du système KneeKG®, classées selon la consultation et l’essai. À partir 

de ces matrices, les courbes des angles au genou dans les trois plans anatomiques sont évaluées, 

en utilisant le référentiel obtenu par calibration par pointage des points anatomiques. Ces 

courbes, ainsi que les courbes des cycles valides, rejetés et moyen pour chaque axe fonctionnel 

du genou, sont aussi intégrées dans le fichier KKG de chaque participant. Pour garantir la 

reproductibilité des résultats, les informations de calibration par pointage de chaque essai sont 

également conservées dans les fichiers KKG. Bien que ces fichiers contiennent une multitude 

d’informations supplémentaires, seules celles nécessaires à l’étape préliminaire du présent 

projet de mémoire seront utilisées et détaillées. 
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3.3 Méthodologie de l’étape préliminaire 

Chaque base de données est accompagnée d’un fichier Excel regroupant les informations 

démographiques des participants. Dans la base de données MonArthrose, ce fichier recense le 

grade d’arthrose pour chaque genou, le sexe, l’âge, ainsi que le numéro du fichier KKG 

correspondant à chaque participant. Pour la base de données HMR, les mêmes informations 

sont consignées, à l’exception du grade d’arthrose. Sur la base de ces données, des groupes et 

sous-groupes ont été constitués afin d’optimiser les comparaisons et d’assurer une discussion 

plus approfondie des résultats. 

 

3.3.1 Constitution des groupes à partir des données démographiques 

Sur la base de ces données, des groupes et sous-groupes ont été constitués afin d’optimiser les 

comparaisons et d’assurer une discussion plus approfondie des résultats. Le tableau 3.2 (p.59) 

présente les données démographiques associées à chacun des groupes formés lors de cette étape 

préliminaire. 

 

Les participants atteints de gonarthrose ont été regroupés en trois catégories principales, 

correspondant aux grades OA2, OA3 et OA4. Bien que la plupart des participants présentent 

un degré d’atteinte articulaire similaire aux deux genoux, certains présentent une atteinte 

asymétrique. Afin de structurer les analyses, seuls les sujets ayant une différence de grade d’un 

seul niveau entre les deux genoux ont été retenus. Les sous-groupes « gauche » et « droite » 

correspondant à leur grade d’arthrose le plus élevé permettent d’identifier ces cas où l’atteinte 

est plus marquée d’un côté. Par exemple, les participants du sous-groupe « gauche » du groupe 

OA4 ont tous un genou gauche de grade 4 et un genou droit de grade 3. Cette stratégie de 

regroupement repose sur des études antérieures indiquant que la plupart des patients atteints 

de gonarthrose présentent une atteinte bilatérale (Mon Arthrose, 2024). Cette distinction est 

particulièrement visible dans les groupes OA3 et OA4, où le nombre de patients atteints des 

deux genoux est largement supérieur à ceux atteints d’un seul côté. Ainsi, en réduisant la 

variabilité au sein des groupes, cette approche permet de simplifier l’analyse sans altérer la 
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représentativité des données. Toutefois, elle a entraîné une diminution du nombre total de 

participants retenus, passant de 428 à 350 dans la base MonArthrose. 

 

Une réduction similaire est observée dans le groupe des participants asymptomatiques : sur les 

90 participants initiaux, seuls 58 ont été conservés dans l’étape préliminaire. Cette diminution 

s’explique par plusieurs facteurs. D’abord, certains participants n’ont pas donné leur 

consentement pour l’utilisation de leurs données. Ensuite, l’algorithme de sélection a restreint 

l’analyse de cette base de données aux essais portant uniquement sur des genoux de grade 0. 

En effet, comme présenté au premier chapitre de ce mémoire, certains patients peuvent être 

considérés asymptomatiques, mais tout de même être classés OA1. Ce grade ne correspond 

pas à celui d’un patient gonarthrosique, mais indique simplement la présence d’un 

« ostéophyte24 de signification douteuse [traduction libre] » à la radiographie du genou 

(Kellgren & Lawrence, 1957). 

 

L’analyse des données du tableau 3.2 (p.59) met également en évidence quelques tendances 

marquantes concernant la distribution des participants selon sexe, leur statut (OA ou 

asymptomatiques) et leur âge. 

 

D’abord, on observe que les femmes sont nettement plus nombreuses que les hommes dans 

chaque groupe atteint de gonarthrose (OA2, OA3 et OA4), avec un total de 205 femmes contre 

145 hommes. Cette tendance est conforme aux observations cliniques indiquant une prévalence 

plus élevée de l’arthrose chez les femmes ( figure 3.1, p.58). En effet, il est estimé qu’au 

Canada, la prévalence de l’arthrose diagnostiquée chez les femmes est de 16,1 %, alors qu’elle 

est de 11,1 % chez les hommes (Agence de la santé publique du Canada, 2020). 

 

Ensuite, la fusion des groupes arthrosiques et asymptomatiques entraîne un âge moyen global 

de 58,48 ans pour les hommes et 59,09 ans pour les femmes. Cette moyenne, bien 

 
 
24 « [Les ostéophytes sont des] excroissances osseuses localisées au niveau des articulations. Les ostéophytes sont 
secondaires à […] des maladies dégénératives, majoritairement l’arthrose. » (Elsan, 2024) 
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qu’informative, masque les écarts significatifs entre les patients asymptomatiques et ceux 

atteints de gonarthrose avancée. En effet, contrairement aux groupes arthrosiques (moyenne 

de 63,85 ans pour les hommes et 62,85 ans pour les femmes), on observe que les participants 

asymptomatiques sont significativement plus jeunes (31,62 ans pour les hommes et 32,52 ans 

pour les femmes). Cette différence d’âge suggère une nette distinction entre les populations 

étudiées, ce qui corrobore les informations fournies par la figure 3.1 et renforce la pertinence 

de leur comparaison pour évaluer les effets d’un changement de méthode de calcul sur les 

facteurs biomécaniques obtenus. 

 

De plus, on observe également une augmentation de l’âge moyen des participants avec la 

sévérité du grade d’arthrose observé. Les participants du groupe OA4 (arthrose sévère) ont un 

âge moyen plus élevé (69,36 ans pour les hommes et 65,12 ans pour les femmes) que ceux du 

groupe OA3 (63,42 ans pour les hommes et 62,87 ans pour les femmes) et du groupe OA2 

(60,23 ans pour les hommes et 60,71 ans pour les femmes). Cette tendance respecte le lien 

bien établi entre l’âge avancé et la progression de la gonarthrose, puisqu’il est estimé 

qu’environ 73% des personnes atteintes d’arthrose sont âgées de plus de 55 ans (Organisation 

mondiale de la santé, 2023).  

 

Figure 3.1 Prévalence de l’arthrose diagnostiquée au Canada, selon le sexe et le groupe d’âge
Tirée du site de l’Agence de la santé publique du Canada (2020) 
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Tableau 3.2 Données démographiques associées à chacun des groupes et sous-groupes 
formés par les deux bases de données pour l’étape préliminaire 

 
Groupe Sous-groupe Sexe Nb de patients Âge moyen 

OA4 

Gauche 
(G) 

M 3 69,67 
F 6 64,17 

Droite 
(D) 

M 7 69,57 
F 11 66,45 

Deux genoux 
(G+D) 

M 29 69,28 
F 41 64,90 

Total 
M 39 69,36 
F 58 65,12 

OA3 

Gauche 
(G) 

M 8 58,75 
F 12 56,92 

Droite 
(D) 

M 12 63,67 
F 21 61,14 

Deux genoux 
(G+D) 

M 33 64,45 
F 52 64,94 

Total 
M 53 63,42 
F 85 62,87 

OA2 

Gauche 
(G) 

M 1 79,00 
F 3 64,00 

Droite 
(D) 

M 3 60,00 
F 5 59,80 

Deux genoux 
(G+D) 

M 49 59,86 
F 54 60,61 

Total 
M 53 60,23 
F 62 60,71 

Total OA 
M 145 63,85 
F 205 62,85 

Asymptomatique (ASYMPT) 
M 29 31,62 
F 29 32,52 

Total  
OA + ASYMPT 

M 174 58,48 
F 234 59,09 
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3.3.2 Extraction et traitement des courbes de cycles 

Après l’identification des groupes et sous-groupes, les courbes des cycles valides, des cycles 

rejetés, ainsi que la courbe moyenne de chaque axe de rotation (flexion/extension, 

abduction/adduction et rotation tibiale interne/externe) ont été extraites des fichiers KKG. Ces 

courbes ont ensuite été centralisées et organisées dans des fichiers Excel structurés par sous-

groupe, facilitant ainsi les analyses ultérieures. 

 

Afin de comparer les facteurs biomécaniques obtenus selon deux méthodes différentes, une 

étape supplémentaire a été mise en place. En effet, bien que les facteurs biomécaniques soient 

calculés à partir des courbes moyennes directement extraites des fichiers KKG pour la méthode 

standard, ce n’est pas le cas pour la seconde approche, qui sera désignée sous le terme 

« méthode test » dans la suite de ce chapitre. Pour la méthode test, c’est plutôt l’ensemble des 

cycles (valides et rejetés) qui est pris en compte. Puisque les cycles sont déjà normalisés sur 

100 points, la courbe moyenne pour cette méthode est obtenue en calculant la moyenne de 

chaque point sur l’ensemble des cycles d’un même essai. 

 

Un script MATLAB a ensuite été développé afin de calculer les valeurs numériques et les 

catégories des facteurs biomécaniques pour chaque essai ( figure 3.2, p.61). Ce code 

calcule les divers facteurs biomécaniques sur les courbes moyennes de chaque méthode 

conformément aux définitions présentées en annexe II (p.121). Il compare ensuite les résultats 

obtenus et enregistre les erreurs absolues, définies comme la différence entre les valeurs issues 

des deux méthodes, et la concordance des catégories, indiquant si les deux méthodes attribuent 

la même catégorie à un facteur donné (1 en cas d’accord, 0 sinon). 

 

Afin d’assurer une comparaison robuste, la moyenne et l’écart-type des erreurs absolues ont 

été calculés pour chaque facteur biomécanique, tant à l’échelle des sous-groupes qu’à celle des 

groupes globaux. De plus, des taux de concordance ont été calculés à la même échelle pour les 

catégories, représentant le pourcentage d’essais pour lesquels les deux méthodes attribuent la 

même classification. 
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Figure 3.2 Diagramme simplifié du processus suivi par le script MATLAB pour chaque 
essai de l’étape préliminaire 
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3.3.3 Influence des seuils sur la classification des facteurs biomécaniques 

Les diagnostics cliniques reposent principalement sur la classification des facteurs 

biomécaniques selon des catégories préétablies (  tableau 3.3, p.63). À des fins de rappel, 

la catégorie « négatif » signifie que la valeur numérique associée au facteur biomécanique n’est 

pas pathologique. Au contraire, la catégorie « positif plus » est associée à un facteur considéré 

sévèrement pathologique. Ces classifications sont définies selon des seuils stricts. De ce fait, 

une variation minime dans les valeurs calculées peut suffire à induire une discordance entre 

les deux méthodes (standard et test). 

 

Il est également important de noter que les seuils pour l’axe de Fl/Ex sont beaucoup plus larges 

que ceux des axes d’Ab/Ad et de Ri/Re. Cette différence s’explique par l’amplitude naturelle 

des mouvements dans chaque plan anatomique, influençant ainsi la sensibilité des 

classifications. En effet, alors que l’amplitude du mouvement de flexion/extension pendant la 

marche tourne autour du 65° (Gasparutto, Moissenet, Lafon, Chèze, & Dumas, 2017), les 

mouvements d’abduction/adduction et de rotation interne/externe sont beaucoup plus limités 

et présentent des amplitudes respectives tournant plutôt autour de 10° et 20° pour un genou 

pathologique. De ce fait, une erreur de même valeur ne porte pas le même poids dans tous les 

axes. 

 

Ainsi, l’analyse des erreurs doit prendre en compte non seulement les discordances de 

catégories, mais aussi l’ampleur des écarts numériques observés. Une faible variation peut 

parfois entraîner un changement de classification sans pour autant refléter une différence 

clinique significative. Il est donc crucial d’évaluer ces écarts sous l’angle de leur pertinence 

biomécanique et diagnostique. 
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Tableau 3.3 Bornes associées aux catégories possibles de chaque facteur biomécanique selon 
une valeur numérique obtenue de  (en degrés) 

 

Axe Facteur Négatif Positif 
Positif 

plus 

Sagittal 

Fl/Ex 

Contracture dynamique en 

flexion au contact au sol 
2 <  2 / 

Flexion limitée lors du 

chargement 
14  8 < < 14 8 

Limitation de l’extension en 

appui 
17  0 < < 17 0 

Diminution de la flexion à 

l’envol 
47 <  47 / 

Diminution de l’amplitude de 

mouvement Fl/Ex 
58  50 < < 58 50 

Vertical 

Ab/Ad 

Augmentation du varus lors du 

chargement 
< 2,5 2,5 7 7 <  

Genou varum au contact au sol < 2 2  / 

Genou varum durant l’appui 

(V1, V2, V3) 
< 2 2 5 5 <  

Augmentation du valgus lors du 

chargement 
< 2,5 2,5 7 7 <  

Transverse 

Ri/Re 

Rotation externe tibiale au 

contact au sol 
< 4,5 4,5 < 7,5 7,5  

Rotation interne tibiale lors du 

chargement 
1  < 1 / 
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3.4 Comparaison des valeurs numériques obtenues 

Le tableau 3.4 (p.65) présente la moyenne et l’écart-type des écarts absolus obtenus en 

comparant les différentes méthodes de calcul pour chaque facteur biomécanique. Ces résultats 

sont établis sur l’ensemble des deux bases de données, totalisant 408 participants. Afin de 

mieux refléter les spécificités biomécaniques propres à chaque sexe, les résultats sont 

segmentés en fonction du sexe. Cette distinction est justifiée par des travaux antérieurs, 

notamment ceux de Clément et al. (2018), qui ont démontré l’existence de différences dans le 

patron de marche entre les hommes et les femmes. 

 

Il est essentiel de préciser que le tableau 3.4 (p.65) ne prend pas en compte les divers groupes 

et sous-groupes définis précédemment. En revanche, le tableau 3.5 (p.66) regroupe les 

moyennes et écarts-types de tous les facteurs biomécaniques combinés pour chaque groupe et 

sous-groupe en fonction de chaque axe. Des analyses détaillées pour chaque facteur sont 

disponibles en annexe III (p.129) et sont regroupées par axe : 

 Abduction/Adduction –  tableau-A III-1 (p.129); 

 Flexion/Extension –  tableau-A III-2 (p.130); 

 Rotation interne/externe –  tableau-A III-3 (p.131). 

 

Cette structuration en annexes permet une lecture plus fluide des résultats globaux tout en 

conservant un accès détaillé aux données spécifiques. L’ensemble des résultats est tout de 

même considéré pour la discussion. De plus, il importe de préciser que les résultats de 

moyennes obtenues dans l’ensemble de ces tableaux sont pondérés en fonction de la proportion 

que représente chaque groupe et sous-groupe. 
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Tableau 3.4 Moyenne et écart-type des écarts absolus obtenus par la comparaison des 
méthodes de calcul pour chaque facteur biomécanique 

 

Axe Facteur biomécanique Sexe 
Moyenne 

(°) 
Écart-type 

(°) 

Vertical 
Ab/Ad 

Augmentation du varus lors 
du chargement 

M 0,113 0,114 
F 0,123 0,110 

Genou varum au contact au 
sol 

M 0,078 0,076 
F 0,083 0,098 

Genou varum durant l’appui 
V1 

M 0,050 0,044 
F 0,052 0,061 

Genou varum durant l’appui 
V2 

M 0,046 0,041 
F 0,048 0,059 

Genou varum durant l’appui 
V3 

M 0,041 0,036 
F 0,044 0,057 

Augmentation du valgus lors 
du chargement 

M 0,074 0,103 
F 0,065 0,095 

Sagittal 
Fl/Ex 

Contracture dynamique en 
flexion au contact au sol 

M 0,331 0,316 
F 0,360 0,371 

Flexion limitée lors du 
chargement 

M 0,397 0,310 
F 0,411 0,389 

Limitation de l’extension en 
appui 

M 0,404 0,364 
F 0,414 0,410 

Diminution de la flexion à 
l’envol 

M 0,292 0,268 
F 0,303 0,255 

Diminution de l’amplitude de 
mouvement Fl/Ex 

M 0,420 0,356 
F 0,467 0,465 

Transverse 
Ri/Re 

Rotation externe tibiale au 
contact au sol 

M 0,192 0,178 
F 0,219 0,241 

Rotation interne tibiale lors 
du chargement 

M 0,113 0,105 
F 0,118 0,163 
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Tableau 3.5 Moyenne et écart-type (en degrés) par groupe des erreurs absolues de calcul des 
facteurs biomécaniques en fonction de chaque axe 

 

Groupe 
Sous-

groupe 
Sexe 

Axe Ab/Ad Axe Fl/Ex Axe Ri/Re Moyenne  
Moy. ET Moy. ET Moy. ET Moy. ET 

OA4 

G 
M 0,058 0,050 0,305 0,221 0,257 0,106 0,184 0,124 
F 0,075 0,083 0,580 0,459 0,162 0,086 0,283 0,228 

D 
M 0,052 0,049 0,291 0,291 0,169 0,144 0,162 0,157 
F 0,056 0,051 0,375 0,272 0,142 0,118 0,192 0,146 

G+D 
M 0,077 0,082 0,395 0,336 0,170 0,177 0,213 0,194 
F 0,076 0,078 0,333 0,296 0,160 0,154 0,188 0,174 

Tot. 
M 0,071 0,073 0,369 0,319 0,177 0,166 0,202 0,182 
F 0,072 0,074 0,367 0,308 0,157 0,140 0,199 0,174 

OA3 

G 
M 0,061 0,048 0,333 0,291 0,102 0,091 0,172 0,148 
F 0,065 0,056 0,287 0,242 0,136 0,142 0,161 0,141 

D 
M 0,070 0,061 0,471 0,525 0,152 0,147 0,237 0,253 
F 0,057 0,050 0,356 0,352 0,144 0,109 0,185 0,175 

G+D 
M 0,073 0,089 0,337 0,295 0,178 0,183 0,191 0,183 
F 0,066 0,062 0,387 0,341 0,157 0,201 0,204 0,191 

Tot. 
M 0,070 0,077 0,367 0,346 0,161 0,161 0,198 0,193 
F 0,064 0,058 0,365 0,329 0,151 0,170 0,193 0,180 

OA2 

G 
M 0,082 0,000 0,625 0,000 0,146 0,000 0,301 0,000 
F 0,016 0,013 0,123 0,092 0,068 0,095 0,065 0,056 

D 
M 0,069 0,074 0,379 0,240 0,071 0,063 0,188 0,136 
F 0,050 0,051 0,365 0,303 0,182 0,137 0,191 0,161 

G+D 
M 0,066 0,067 0,359 0,300 0,123 0,116 0,187 0,164 
F 0,080 0,138 0,467 0,568 0,218 0,366 0,250 0,338 

Tot. 
M 0,066 0,066 0,365 0,291 0,121 0,111 0,189 0,159 
F 0,075 0,125 0,442 0,523 0,208 0,334 0,236 0,311 

Total OA 
M 0,069 0,072 0,367 0,319 0,150 0,144 0,196 0,178 
F 0,069 0,083 0,389 0,382 0,170 0,211 0,208 0,218 

ASYMPT 
M 0,057 0,056 0,378 0,343 0,164 0,127 0,197 0,177 
F 0,067 0,059 0,404 0,347 0,162 0,139 0,211 0,182 

Total  
OA + ASYMPT 

M 0,067 0,069 0,369 0,323 0,153 0,141 0,196 0,178 
F 0,069 0,080 0,391 0,378 0,169 0,202 0,208 0,213 
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3.4.1 Discussion sur les écarts absolus 

En bref, les écarts absolus observés représentent moins de 1 % de l’amplitude totale de chaque 

mouvement. Ainsi, la divergence entre les valeurs obtenues par la méthode test et celles issues 

de la méthode standard demeure minime, ne remettant pas en cause la fiabilité de la méthode 

test. 

 

Afin d’aller un peu plus en détails, l’analyse des écarts absolus moyens ( tableau 3.4, p.65) 

révèle une augmentation proportionnelle de ces écarts avec l’amplitude des mouvements. À 

l’exception du facteur « augmentation du varus lors du chargement », une hiérarchisation est 

observée : les écarts les plus faibles concernent l’axe vertical, les intermédiaires l’axe 

transverse et les plus élevés l’axe sagittal. Étant donné la complémentarité entre le varus et le 

valgus, il pourrait être plus pertinent de ne retenir que l’indicateur biomécanique en valgus. 

 

Les écarts absolus varient selon la méthode de calcul employée pour les trois versions du 

« genou varum durant l’appui » (V1, V2, V3). V1 présente les écarts les plus élevés, tandis que 

V3 affiche les plus faibles. Ainsi, si l’ensemble des cycles doit être pris en compte (méthode 

test), la méthode V3 semble la plus appropriée. 

 

Les erreurs sont plus marquées chez les femmes, suggérant une plus grande variabilité des 

patrons de marche. Toutefois, cette différence pourrait être partiellement attribuable à une 

surreprésentation féminine (+25,6 %). 

 

L’analyse des écarts par axes et groupes de patients ( tableau 3.5, p.66) met en évidence 

l’influence du sexe et du degré d’atteinte articulaire. Pour l’axe d’Ab/Ad, contrairement à la 

tendance générale, les hommes du groupe OA3 présentent des écarts plus élevés. Par ailleurs, 

l’augmentation progressive des écarts avec la sévérité de la pathologie indique que les 

individus asymptomatiques enregistrent les valeurs les plus faibles. 
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Concernant l’axe de Fl/Ex, les écarts absolus sont plus marqués chez les individus 

asymptomatiques, ce qui pourrait s’expliquer par une absence de douleur articulaire leur 

permettant une plus grande liberté de mouvement. Les femmes des groupes OA2 et 

asymptomatiques présentent des écarts supérieurs à ceux des hommes, tandis que les 

différences entre sexes restent marginales dans les autres groupes. 

 

Enfin, pour l’axe de Ri/Re, les écarts les plus élevés sont observés chez les individus des 

groupes OA4 et asymptomatiques. Contrairement à la tendance générale, les femmes 

présentent des écarts moindres par rapport aux hommes, sauf dans le groupe OA2 où leurs 

écarts sont près de deux fois plus importants. 

 
3.5 Comparaison des catégories obtenues 

Le tableau 3.6 (p.70) présente la moyenne des taux de concordance des catégories évaluées 

selon les deux méthodes de calcul pour chaque facteur biomécanique.  Ces résultats sont établis 

sur l’ensemble des deux bases de données, totalisant 408 participants. Afin de mieux refléter 

les spécificités biomécaniques propres à chaque sexe, les résultats y sont également segmentés 

en fonction du sexe. 

 

Il convient de souligner que le tableau 3.6 (p.70) ne prend pas en compte la distinction entre 

les différents groupes et sous-groupes définis précédemment. En revanche, le tableau 3.7 (p.71) 

regroupe les moyennes des taux de concordance de l’ensemble des facteurs biomécaniques 

combinés, en fonction de chaque axe et pour chaque groupe et sous-groupe. Une analyse plus 

détaillée de chaque facteur est disponible en annexe IV (p. 133), où les données sont organisées 

par axe : 

 Abduction/Adduction –  tableau-A IV-1 (p.133); 

 Flexion/Extension –  tableau-A IV-2 (p.134); 

 Rotation interne/externe –  tableau-A IV-3 (p.135). 

 

Cette organisation en annexes facilite la lecture des résultats globaux tout en garantissant un 

accès détaillé aux données spécifiques. Tous les résultats restent pris en compte dans la 
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discussion. Par ailleurs, il est important de noter que les moyennes présentées dans ces tableaux 

sont pondérées en fonction de la proportion de chaque groupe et sous-groupe, assurant ainsi 

une représentation équilibrée des données. 
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Tableau 3.6 Moyenne des taux de concordance obtenus par la comparaison des catégories 
évaluées par les deux méthodes de calcul pour chaque facteur biomécanique 

 
Axe Facteur biomécanique Sexe Taux 

Vertical 
Ab/Ad 

Augmentation du varus lors du 
chargement 

M 95,98% 
F 96,58% 

Genou varum au contact au sol 
M 100,00% 
F 99,57% 

Genou varum durant l’appui V1 
M 98,85% 
F 99,15% 

Genou varum durant l’appui V2 
M 99,43% 
F 99,57% 

Genou varum durant l’appui V3 
M 99,43% 
F 99,57% 

Augmentation du valgus lors du 
chargement 

M 98,85% 
F 98,72% 

Sagittal 
Fl/Ex 

Contracture dynamique en 
flexion au contact au sol 

M 99,43% 
F 100,00% 

Flexion limitée lors du 
chargement 

M 95,98% 
F 95,30% 

Limitation de l’extension en 
appui 

M 98,28% 
F 97,44% 

Diminution de la flexion à l’envol 
M 99,43% 
F 100,00% 

Diminution de l’amplitude de 
mouvement Fl/Ex 

M 95,98% 
F 94,44% 

Transverse 
Ri/Re 

Rotation externe tibiale au 
contact au sol 

M 98,85% 
F 95,30% 

Rotation interne tibiale lors du 
chargement 

M 99,43% 
F 99,57% 
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Tableau 3.7 Moyenne par groupe des taux de concordance des catégories évaluées pour les 
facteurs biomécaniques en fonction de chaque axe 

 

Groupe 
Sous-

groupe 
Sexe Axe Ab/Ad Axe Fl/Ex Axe Ri/Re Moyenne 

OA4 

G 
M 100,00% 100,00% 100,00% 100,00% 
F 100,00% 86,67% 91,67% 93,59% 

D 
M 97,62% 100,00% 100,00% 98,90% 
F 96,97% 100,00% 95,45% 97,90% 

G+D 
M 98,28% 97,93% 98,28% 98,14% 
F 99,19% 99,51% 98,78% 99,25% 

Tot. 
M 98,29% 98,46% 98,72% 98,42% 
F 98,85% 98,28% 97,41% 98,41% 

OA3 

G 
M 100,00% 100,00% 100,00% 100,00% 
F 97,22% 98,33% 100,00% 98,08% 

D 
M 98,61% 96,67% 100,00% 98,08% 
F 98,41% 97,14% 100,00% 98,17% 

G+D 
M 97,98% 98,18% 100,00% 98,37% 
F 98,72% 96,92% 97,12% 97,78% 

Tot. 
M 98,43% 98,11% 100,00% 98,55% 
F 98,43% 97,18% 98,24% 97,92% 

OA2 

G 
M 100,00% 100,00% 100,00% 100,00% 
F 100,00% 100,00% 100,00% 100,00% 

D 
M 100,00% 93,33% 100,00% 97,44% 
F 100,00% 88,00% 90,00% 93,85% 

G+D 
M 98,98% 97,55% 98,98% 98,43% 
F 99,07% 97,04% 97,22% 98,01% 

Tot. 
M 99,06% 97,36% 99,06% 98,40% 
F 99,19% 96,45% 96,77% 97,77% 

Total OA 
M 98,62% 97,93% 99,31% 98,46% 
F 98,78% 97,27% 97,56% 98,01% 

ASYMPT 
M 99,43% 97,24% 98,28% 98,41% 
F 99,43% 98,62% 96,55% 98,67% 

Total 
OA + ASYMPT 

M 98,75% 97,82% 99,14% 98,45% 
F 98,86% 97,44% 97,44% 98,09% 
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3.5.1 Discussion sur les taux de concordance de catégories 

L’analyse des résultats du tableau 3.6 (p.70) met en évidence des taux de concordance très 

élevés pour l’ensemble des facteurs biomécaniques évalués, majoritairement compris entre 95 

% et 100 %.  

 

Malgré cette forte cohérence entre les méthodes de calcul, certains facteurs présentent une 

variabilité accrue, notamment l’augmentation du varus lors du chargement (axe d’Ab/Ad), la 

flexion limitée lors du chargement (axe de Fl/Ex) et la diminution de l’amplitude de 

mouvement sur cet axe. Ces facteurs sont également associés à des erreurs absolues élevées, 

particulièrement pour l’augmentation du varus. Cependant, comme le mouvement en varus est 

lié au valgus, et que ce dernier affiche des taux de concordance plus élevés, il pourrait être 

judicieux de privilégier l’indicateur en valgus dans les rapports d’analyse. 

 

Globalement, les données du tableau 3.6 (p.70) révèlent peu de différences entre hommes et 

femmes, bien que les hommes présentent des taux de concordance légèrement supérieurs pour 

certains facteurs. Une tendance notable chez les femmes est une variabilité accrue pour 

plusieurs paramètres biomécaniques, confirmée par les données du tableau 3.7 (p.71), qui 

montrent une légère diminution des taux de concordance chez les femmes, notamment sur l’axe 

de Fl/Ex dans les groupes OA4 et OA2. 

 

Le tableau 3.7 (p.71) suggère également une homogénéité relative des résultats entre les 

groupes asymptomatiques et OA. Cependant, une variabilité légèrement plus marquée est 

observée dans certains sous-groupes féminins du groupe OA2. De plus, les taux de 

concordance sont plus élevés chez les individus asymétriquement atteints (sous-groupes « G » 

et « D »), ce qui pourrait refléter une meilleure reproductibilité des mesures dans ces conditions 

spécifiques, quoique ces sous-groupes sont nettement plus petits et peuvent potentiellement 

présenter moins de variabilité. 
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Enfin, bien que les variations restent faibles, l’axe de Fl/Ex présente les taux de concordance 

les plus bas, bien que toujours très élevés. Cela pourrait indiquer une plus grande sensibilité de 

cet axe aux différences individuelles. 

 

3.6 Conclusion sur l’utilisation de tous les cycles 

L’analyse des écarts absolus et des taux de concordance des facteurs biomécaniques met en 

évidence une forte cohérence entre les deux méthodes de calcul employées, avec des taux de 

concordance généralement supérieurs à 95 %. Cette robustesse des résultats valide la fiabilité 

de la méthode test, malgré certaines variations spécifiques à certains axes ou groupes de 

participants. 

 

Les écarts absolus augmentent proportionnellement à l’amplitude des mouvements, avec une 

hiérarchisation claire selon les axes : les plus faibles sur l’axe vertical, intermédiaires sur l’axe 

transverse et les plus élevés sur l’axe sagittal. Toutefois, le facteur « augmentation du varus 

lors du chargement » présente une variabilité plus marquée, suggérant que son 

complémentaire, le valgus, pourrait être un indicateur plus fiable à privilégier. 

 

Les différences entre sexes révèlent une plus grande variabilité des patrons de marche 

féminins, associée à des erreurs absolues plus élevées. Cette disparité pourrait en partie 

s’expliquer par une surreprésentation des femmes dans l’échantillon étudié. Par ailleurs, les 

écarts observés selon le degré d’atteinte arthrosique indiquent une progression de la variabilité 

avec l’évolution de la pathologie, tandis que les individus asymptomatiques affichent les écarts 

les plus faibles. 

 

Enfin, bien que certaines variations persistent, notamment sur l’axe de flexion/extension où les 

taux de concordance sont légèrement plus faibles, les différences entre les méthodes de calcul 

demeurent minimes et ne compromettent pas la validité des résultats. Ces éléments suggèrent 

que la méthode test constitue une approche fiable et reproductible pour l’analyse de la marche 

à l’aide de facteurs biomécaniques. 
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Ainsi, l’étape de traitement supplémentaire qu’impliquent le découpage et le tri des cycles de 

marche n’est pas obligatoire pour le calcul des facteurs biomécaniques, puisque les courbes 

brutes fournissent des informations similaires. De ce fait, il est possible d’utiliser directement 

les données captées en continu par des centrales inertielles pour faire l’entraînement d’un 

réseau de neurones.



 

CHAPITRE 4 
 
 

Méthodologie de l’objectif principal 

L’objectif principal de ce projet de mémoire est de concevoir et d’évaluer l’efficacité d’un 

algorithme basé sur un réseau de neurones bidirectionnel de type BiLSTM. Cet algorithme vise 

à estimer avec précision les courbes cinématiques tridimensionnelles dans les axes 

anatomiques à partir de données issues de centrales inertielles virtuelles. Ces centrales, 

positionnées de manière simulée sur les membres inférieurs (fémur et tibia), permettent de 

modéliser les mouvements du genou au cours de la marche. 

 

4.1 Préprocessus sur les données 

Les données utilisées dans ce projet proviennent des bases de données MonArthrose et HMR, 

qui contiennent des fichiers KKG regroupant les informations anonymisées relatives aux 

participants. Ces fichiers sont organisés en quatre niveaux distincts : 

1. Fichier KKG : fichier maître répertoriant l’ensemble des consultations disponibles 

pour un participant donné; 

2. Consultation  : ensemble des informations relatives à une consultation 

spécifique, incluant la liste des essais effectués lors de cette visite; 

3. Essai  : données spécifiques à un essai particulier (p. ex. genou gauche ou droit, 

courbes d’angles mesurées, cycles valides et rejetés, etc.), ainsi que les paramètres 

de calibration associés; 

4. Calibration : informations détaillées obtenues par pointage anatomique lors de la 

calibration du système pour un essai donné; 

 

Le système KneeKG® utilisé dans ces bases de données ne comprend pas de centrales 

inertielles, ce qui le rend insuffisant pour l’apprentissage automatique comme envisagé dans 

ce projet. L’objectif étant de prédire les courbes angulaires triaxiales du genou à partir de 

données inertielles, une approche alternative était nécessaire. Plutôt que de constituer une 

nouvelle base de données expérimentale contenant ces informations, une solution plus 
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pragmatique consiste à simuler ces signaux à l’aide de centrales inertielles virtuelles. Cette 

méthode permet de générer des données exploitables pour entraîner le modèle BiLSTM tout 

en conservant une cohérence avec les informations biomécaniques issues du système 

KneeKG®. 

 

4.1.1 Calcul des vitesses angulaires 

Le système KneeKG® étant équipé de deux grappes de capteurs optoélectroniques, l’une 

alignée avec le fémur et l’autre avec le tibia, les données simulées de centrales inertielles 

virtuelles sont directement associées à ces emplacements. 

 

L’entreprise Moveck (https://moveck.com/fr/) a développé un algorithme permettant de 

générer des données inertielles simulées à partir des matrices de rotation obtenues via les 

trajectoires de chaque grappe de capteurs enregistrées dans les fichiers KKG. Le diagramme 

de calcul détaillant cet algorithme est présenté à l’annexe V (p.137). 

 

Leur script exploite les matrices de rotation aux instants 1,  et + 1 pour évaluer une 

dérivée centrale avec précision d’ordre 2. En sortie, les courbes triaxiales des vitesses 

angulaires de chaque segment sont obtenues. Ces vitesses angulaires sont non filtrées et 

exprimées dans le repère local du segment auquel elles sont associées. En complément, 

l’algorithme fournit également les vitesses angulaires et accélérations linéaires de chaque 

segment, exprimées dans le repère global, aussi appelé « repère du laboratoire ». 

 

Toutefois, comme l’objectif est de simuler des données comparables à celles mesurées par des 

centrales inertielles, seules les données exprimées dans le repère local de chaque segment sont 

considérées pertinentes. Ainsi, chaque fichier KKG est désormais lié à un fichier de type « .h5 » 

contenant les vitesses angulaires exprimées à la fois dans le repère local et global, ainsi que les 

accélérations linéaires exprimées dans le repère global pour le tibia et le fémur. Ces 

informations sont classées dans le fichier H5 en fonction de chaque essai identifié dans le 

fichier KKG. 
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4.1.2 Mise en forme de la base de données 

Afin de simplifier la structure de l’algorithme final, un script Python a été conçu pour traiter 

les données en trois étapes successives. Son objectif est de générer les fichiers d’entrée ainsi 

que les fichiers contenant les réponses attendues pour l’apprentissage du réseau de neurones. 

Ces étapes sont les suivantes : 

1. Fusion des données d’entrée avec les données de sortie attendues; 

2. Regroupement des bases de données et distinction des essais; 

3. Extraction des courbes et génération des fichiers CSV. 

 

4.1.2.1 Fusion des données d’entrée et des sorties attendues 

Lors de cette première étape, le script analyse successivement les fichiers KKG et leurs fichiers 

H5 associés. À partir du fichier KKG, il extrait plusieurs informations clés, notamment : 

 le sexe du participant; 

 son âge; 

 le grade d’arthrose pour chacun de ses genoux; 

 les courbes des angles du genou dans les trois plans anatomiques, associées à 

chaque essai et consultation. 

 

En parallèle, le fichier H5 fournit les courbes de vitesses angulaires évaluées dans le repère 

local du fémur et du tibia pour chaque essai référencé dans le fichier KKG. Ces informations 

sont ensuite fusionnées pour chaque participant en respectant la structure présentée à la figure 

4.1 (p.78). Enfin, l’ensemble des participants d’une même base de données initiale 

(MonArthrose ou HMR) est regroupé dans un fichier unique au format HDF5, générant ainsi 

les fichiers « MonArthrose.hdf5 » et « HMR.hdf5 ». 

 

Étant donné que chaque essai dure 45 secondes et est capté à une fréquence de 60 , une 

courbe devrait en principe comporter 45 ×  60 =  2 700 points. Toutefois, des imprécisions 

dues à la latence humaine lors de l’acquisition des données entraînent de légères variations. 

Afin d’uniformiser la base de données et simplifier l’algorithme, toutes les courbes sont 
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tronquées à 2 600 points avant d’être sauvegardées à leur emplacement respectif ( figure 

4.1). 

 

4.1.2.2 Regroupement des bases de données et distinction des essais  

La deuxième étape consiste à concaténer les fichiers HDF5 créés précédemment afin de 

structurer les données de manière plus précise. Après cette fusion, chaque essai est stocké 

individuellement dans un dossier propre, organisé dans un nouveau fichier HDF5 selon le 

schéma illustré à la figure 4.2 (p.79). Ce nouveau fichier HDF5 contient un total de 2 555 

Figure 4.1 Diagramme de la structure du fichier associé à un patient X à la première étape de 
construction de la base de données combinée 
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essais, soient 2 089 provenant de la base de données MonArthrose et 466 provenant de la base 

de données HMR. 

  

En plus des informations identifiées à l’étape précédente dans le fichier KKG, chaque dossier

d’essai contient : 

 les courbes d’angles; 

 les courbes de vitesses angulaires associées à chaque segment anatomique; 

 un identifiant unique attribué au participant; 

 un numéro propre à chaque essai. 

L’utilité de ces deux derniers points est d’éviter qu’un même participant soit réparti sur 

plusieurs partitions lors de l’apprentissage par validation croisée, garantissant ainsi une 

séparation cohérente des données. 

 

Figure 4.2 Diagramme de la structure du fichier associé à un essai X dans la base de données 
combinée
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4.1.2.3 Extraction des courbes et génération des fichiers CSV 

Lors de cette dernière phase de prétraitement, les courbes de tous les essais sont extraites et 

organisées dans neuf fichiers CSV distincts, respectant l’ordre des essais numérotés. Ainsi, on 

obtient trois fichiers dédiés aux courbes de vitesses angulaires (par segment, soit un total de 

six fichiers) et trois fichiers dédiés aux courbes d’angles.  

 

Grâce à cette méthodologie, les données sont prétraitées de manière rigoureuse, assurant leur 

cohérence et facilitant leur exploitation lors de l’apprentissage du réseau de neurones. 

 

4.2 Apprentissage du réseau de neurones BiLSTM 

Une fois les étapes de prétraitement appliquées aux bases de données, des opérations 

supplémentaires ont été mises en œuvre afin d’optimiser l’architecture du réseau de neurones. 

Ces étapes incluent l’augmentation du nombre d’échantillons par segmentation ainsi que la 

mise en place d’un protocole rigoureux d’évaluation des performances. 

 

4.2.1 Augmentation du nombre d’échantillons par segmentation 

Pour accroître le volume d’échantillons utilisés lors de l’apprentissage et, parallèlement, 

réduire la dimensionnalité des vecteurs d’entrée, une segmentation des données a été réalisée 

à l’aide d’une fenêtre roulante. Cette approche permet de générer des segments de taille fixe 

en appliquant une superposition de 50 % entre chaque segment successif. 

 

Les segments générés sont systématiquement associés aux informations conservées dans le 

dossier de l’essai via des matrices de données, garantissant ainsi une organisation cohérente 

pour la validation croisée. En conséquence, un total de huit matrices a été constitué : 

 Trois matrices de format [ × ê × 3] correspondant aux 

entrées du réseau (segments des courbes de vitesses angulaires du fémur et du tibia) 

et aux réponses attendues (segments des courbes d’angles articulaires); 
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 Cinq matrices de format [ × 1] contenant les métadonnées associées à 

chaque segment, à savoir l’identifiant unique du participant, le numéro de l’essai, 

le sexe, l’âge et le grade d’arthrose du genou évalué. 

 

Après de multiples essais, une fenêtre roulante de 100 images a été retenue pour segmenter les 2 555 essais individuels, générant ainsi un total de 94 452 segments. Cette approche permet 

d’augmenter significativement le nombre d’échantillons présentés au réseau. 

 

4.2.2 Architecture du réseau de neurones BiLSTM 

L’architecture du réseau de neurones adopté repose sur un BiLSTM, conçu pour traiter des 

séquences temporelles en capturant simultanément les dépendances passées et futures afin 

d’optimiser la précision des prédictions à l’instant présent. La figure 4.3 (p.82) présente un 

schéma bloc de l’architecture finale du RNA, offrant une représentation visuelle de son 

fonctionnement interne. 

 

L’entrée du modèle est constituée d’une séquence temporelle représentée sous forme 

matricielle de dimensions (100,6). Le premier paramètre, fixé à 100, correspond à la taille de 

la fenêtre roulante temporelle utilisée afin de segmenter le signal. Le second paramètre, égal à 6, indique le nombre de caractéristiques par échantillon, correspondant aux vecteurs 

tridimensionnels de vitesses angulaires mesurées pour chacune des deux centrales inertielles 

virtuelles (fémur et tibia). 

 

Le cœur du réseau repose sur une couche BiLSTM, composée de deux couches LSTM 

bidirectionnelles de 150 unités chacune. La première couche renvoie une séquence complète, 

préservant ainsi l’organisation temporelle des données afin de garantir une transmission 

optimale aux couches subséquentes et une préservation de la structure temporelle. La seconde 

couche affine l’extraction des dépendances temporelles en exploitant les représentations 

apprises par la première couche. Les sorties des unités LSTM sont ensuite concaténées afin de 

produire une sortie enrichie au niveau de l’unité BiLSTM, permettant ainsi d’intégrer des 
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informations temporelles bidirectionnelles. Comme mentionné précédemment, cette approche 

est particulièrement pertinente pour des applications impliquant des séquences temporelles 

complexes, telles que l’analyse cinématique de la marche, où la cohérence entre passé, présent 

et futur joue un rôle fondamental. 

Afin d’améliorer la généralisation du réseau et de réduire le risque de surapprentissage, une 

couche de 25 avec un taux de 0,5 est appliquée à la sortie de la couche BiLSTM. 

L’objectif est de minimiser l’impact du bruit et des dérives inhérentes aux données issues des 

centrales inertielles sur la qualité des prédictions du réseau. Dans un réseau profond, le 

surapprentissage peut se manifester par une trop forte dépendance aux données d’entraînement, 

au détriment de la capacité à généraliser sur de nouvelles observations. La couche de  

pallie ce problème en désactivant aléatoirement 50 % des neurones de sortie à chaque itération 

d’entraînement, empêchant ainsi une interdépendance excessive des poids synaptiques et 

favorisant une meilleure robustesse du modèle. 

25 Abandon d’informations [traduction libre] 

Figure 4.3 Diagramme bloc de l’architecture du réseau BiLSTM final 
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Les couches suivantes sont deux couches denses temporellement distribuées26, comprenant 

respectivement 200 et 100 neurones. Ces couches, en appliquant des transformations non 

linéaires à chaque pas temporel, participent à l’apprentissage de représentations plus abstraites 

des données. La première couche assure une transformation intermédiaire et introduit une non-

linéarité essentielle à la modélisation des relations complexes entre les caractéristiques 

extraites. La seconde couche affine ces représentations en approfondissant l’interaction entre 

les différents neurones. Chaque neurone d’une couche dense étant connecté à tous les neurones 

des couches adjacentes, l’apprentissage repose sur l’ajustement itératif des poids synaptiques 

selon la somme pondérée des activations précédentes. La fonction d’activation employée dans 

les couches cachées de ce réseau est la tangente hyperbolique ( ), qui confère une meilleure 

capacité à capturer des variations subtiles en sortie. L’optimisation des poids est réalisée par 

rétropropagation en minimisant une fonction de perte d’erreur quadratique moyenne27 (MSE), 

qui est une fonction de perte adaptée aux problèmes de régression. 

 

En sortie du réseau, trois couches denses temporellement distribuées sont dédiées à 

l’estimation des trois axes de rotation du genou. Chaque séquence de sortie comprend 100 

instants temporels, correspondant aux prédictions effectuées à chaque instant des séquences 

d’entrées. Contrairement aux couches cachées, ces couches de sortie utilisent une fonction 

d’activation linéaire, permettant de générer des prédictions continues, essentielles pour une 

tâche de régression. Cette structure permet d’obtenir des estimations distinctes pour chaque 

plan anatomique, tout en réduisant l’impact des erreurs sur l’axe sagittal par rapport aux axes 

de moindres amplitudes, optimisant ainsi la précision globale du modèle dans l’analyse 

cinématique de la marche. 

 

 
 
26 [traduction libre] 
27 [traduction de l’OQLF] 
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4.2.3 Protocole d’évaluation des performances 

Pour garantir une évaluation rigoureuse des performances du modèle, plusieurs stratégies 

complémentaires ont été mises en place. D’une part, une validation croisée a été employée afin 

d’assurer une estimation fiable de la généralisation du modèle. D’autre part, des mesures de 

performance soigneusement sélectionnées ont permis une comparaison pertinente avec les 

résultats de la littérature. Par ailleurs, une attention particulière a été portée au choix des 

hyperparamètres, afin d’affiner les performances du modèle et d’en maximiser la robustesse. 

 

4.2.3.1 Validation croisée en 5 partitions 

Étant donné la grande variabilité des patrons de marche, une validation croisée en  partitions 

a été utilisée. Conformément aux standards de la littérature, une valeur de = 5 a été retenue. 

 

Une attention particulière a été portée à la structuration des partitions pour éviter toute 

contamination des données entre les ensembles d’entraînement et de test. En effet, les 

informations d’identification des participants sont conservées, grâce à la segmentation 

préalablement effectuée, dans une matrice dédiée, garantissant que l’ensemble des essais 

relatifs à un même individu ne se retrouvent jamais simultanément dans les deux ensembles.  

 

Le tableau 4.1 (p.85) résume la distribution des échantillons et des patients uniques après 

partitionnement. Des détails supplémentaires concernant ces distributions à l’intérieur de 

chaque partition sont fournis en annexe VI (p.139). 
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Tableau 4.1 Distribution des quantités d’échantillons et des quantités de patients uniques 
dans les bases de données d’entraînement et de test pour chaque partition 

 

Partition 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
1 75 582 18 870 517 132 
2 75 531 18 921 522 127 
3 75 582 18 870 520 129 
4 75 531 18 921 520 129 
5 75 582 18 870 517 132 

Total 94 452 649 

L’équilibre des proportions d’échantillons et de patients uniques a été maintenu dans chaque 

partition en fonction des différents grades d’arthrose. La figure 4.4 illustre la répartition des 

échantillons avant partitionnement, tandis que la figure 4.5 (p.86) présente la répartition des 

patients uniques selon leur grade d’arthrose. Les tableaux-A VI-1, VI-2, VI-3, VI-4 et VI-5 

(pp.139-141) présentés à l’annexe VI détaillent la répartition des échantillons et des patients 

uniques pour chaque partition. 

 

 

Figure 4.4 Nombre d’échantillons en fonction du grade d’arthrose du genou évalué 
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Enfin, il convient de rappeler qu’un même participant peut présenter des grades d’arthrose 

différents pour chacun de ses genoux. Par conséquent, les essais correspondant à chaque genou 

sont classés dans des catégories distinctes. Toutefois, l’ensemble des essais d’un même 

participant est toujours maintenu au sein d’une unique partition afin de préserver la cohérence 

de la validation croisée.

4.2.3.2 Mesures de performances 

Dans le premier chapitre de ce mémoire, le tableau 1.4 (p.41) présente une synthèse des 

mesures de performance employées dans plusieurs études pertinentes. Ces études ont été 

sélectionnées en raison de leur objectif commun avec celui du présent travail : estimer les 

angles du genou durant la marche à partir de données issues de centrales inertielles, en utilisant 

un réseau de neurones de type LSTM ou BiLSTM. 

 

Afin d’assurer une comparaison pertinente avec les résultats rapportés dans la littérature, deux 

métriques ont été retenues : la RMSE et la nRMSE. Bien que la nRMSE offre une analyse 

comparative plus robuste en tenant compte de l’amplitude des données observées (Miller et al., 

2024), son utilisation demeure marginale dans les études existantes. De plus, cette métrique 

Figure 4.5 Nombre de patients uniques en fonction du grade d’arthrose du genou évalué 
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est particulièrement sensible à la méthodologie employée pour son calcul, ce qui peut 

engendrer des variations notables dans les résultats. L’absence de standardisation dans son 

application compromet ainsi la pertinence des comparaisons inter-études. 

 

Compte tenu de ces limites, nous avons choisi de privilégier la RMSE comme indicateur 

principal de performance, tout en conservant la nRMSE par curiosité. Il est toutefois essentiel 

de souligner que la méthodologie de calcul de ces deux métriques est rarement détaillée dans 

la littérature, bien que celle-ci n’influence habituellement pas autant les résultats de RMSE 

obtenus que ceux de nRMSE. Malgré tout, cette absence de transparence constitue un frein à 

l’établissement de comparaisons rigoureuses entre les différentes études et souligne la 

nécessité d’une harmonisation des pratiques méthodologiques. 

 

Lors de l’apprentissage d’un RNA, il est fortement recommandé de normaliser les données 

d’entrée entre 0 et 1 ou entre -1 et 1. Cette mise à l’échelle facilite l’optimisation des poids 

durant l’entraînement et limite les problèmes liés aux estimations finales du modèle. Ainsi, 

dans notre approche, les entrées ( ) et les réponses attendues ( ) du modèle sont normalisées 

avant chaque phase d’entraînement selon les étapes suivantes : 

1. Segmentation des données en ensembles d’entraînement et de test : î , 

, î  et ; 

2. Aplatissement (  complet de l’ensemble î  et en fonction de 

chaque angle pour l’ensemble î  afin de préparer les fonctions de 

transformation pour les mises à l’échelle ( ; 

3. Initialisation des transformateurs  avec une plage de valeurs 

comprise entre 1 et 1; 

4. Adaptation des transformateurs sur les données d’entraînement aplaties à l’aide de 

la fonction , pour obtenir les transformateurs , ,  et 

; 

5. Transformation des ensembles d’entraînement et de test à l’aide des 

transformateurs adaptés afin de produire les ensembles î é , 

é , î é  et é . 
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Toutefois, les valeurs de RMSE calculées sur des données normalisées ne reflètent pas 

directement l’erreur absolue en unités physiques. Pour pallier ce problème, il convient 

d’ignorer les valeurs produites par la fonction d’évaluation du modèle et d’appliquer les étapes 

correctives suivantes : 

1. Entraîner le réseau sur les ensembles normalisés î é  et 

î é; 

2. Obtenir les prédictions é é  du modèle sur é; 

3. Remodeler les ensembles é  et é é  à l’aide de la fonction 

 pour préparer la transformation inverse; 

4. Appliquer la transformation inverse aux ensembles remodelés afin de récupérer les 

ensembles à l’échelle initiale é  et , pour [0,2]; 
5. Restaurer les ensembles inversés sous forme de séquences exploitables pour le 

calcul final de la RMSE. 

 

Une fois ces corrections appliquées, il devient possible d’évaluer correctement la RMSE dans 

son unité d’origine, c’est-à-dire sans normalisation. Par la suite, la nRMSE est calculée 

individuellement pour chaque sortie et chaque échantillon, plutôt que sur l’ensemble d’un 

essai. Enfin, les valeurs moyennes de RMSE et de nRMSE sont estimées sur l’ensemble des 

échantillons pour chaque angle, permettant ainsi une comparaison pertinente des performances 

entre les différentes partitions du modèle. 

 

4.2.3.3 Choix des hyperparamètres 

Les hyperparamètres jouent un rôle déterminant dans la qualité des prédictions d’un réseau de 

neurones. L’optimisation d’un réseau est intrinsèquement liée au choix judicieux de ces 

hyperparamètres, influençant directement la performance du modèle en termes de précision et 

de généralisation. Toutefois, toute procédure d’optimisation des hyperparamètres implique une 

consommation importante de ressources computationnelles et un allongement du temps de 

calcul. 
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Dans le cadre de cette étude, l’entraînement du réseau a été réalisé sur un ordinateur personnel 

équipé d’un processeur (CPU - AMD Ryzen 7 5825U avec graphiques Radeon, 2000 MHz, 8 

cœurs, 16 processeurs logiques) et de 16 Go de mémoire vive. Cette configuration matérielle 

s’est avérée insuffisante pour permettre une optimisation exhaustive des hyperparamètres, tout 

en maintenant l’accessibilité à l’ordinateur pour d’autres tâches. Par conséquent, une sélection 

manuelle a été effectuée en testant diverses configurations afin de retenir celle produisant les 

meilleurs résultats. Cette approche, bien que pragmatique, présente des limitations : de 

nombreuses configurations n’ont pas pu être explorées et pourraient potentiellement améliorer 

davantage la performance du modèle. En guise d’exemple, les résultats du modèle présenté 

dans l’article retrouvé à l’appendice A (p.155) correspondent à ceux d’une des configurations 

testées. 

 

Les valeurs testées pour chaque hyperparamètre sont répertoriées dans le tableau 4.2 (p.90), où 

les valeurs finalement retenues sont mises en évidence en caractères gras. Il est à noter que la 

majorité des valeurs évaluées proviennent de la littérature scientifique, garantissant ainsi une 

sélection fondée sur des références empiriques solides. Ces valeurs sont retrouvées à l’annexe 

VII dans le tableau-A VII-1 (p.143) et le tableau-A VII-2 (p.144). 

 

L’entraînement du modèle repose sur la mise à jour des poids après traitement simultané d’un 

lot de 32 échantillons. Cette taille de lot représente un compromis optimal entre efficacité de 

calcul et stabilité de l’apprentissage. Le réseau a été entraîné sur un total de 200 époques 

complètes du jeu de données, permettant d’assurer une assimilation adéquate des structures 

temporelles complexes. En fonction de la partition des données, et en prenant en compte la 

taille du lot et celle de l’ensemble d’apprentissage, une époque complète requiert entre 2 360 

et 2 362 itérations avant d’être complétée. 

 

Le taux d’apprentissage est un paramètre clé qui contrôle la vitesse d’ajustement des poids 

synaptiques du réseau durant l’entraînement. Un taux trop élevé risque d’entraîner une 

convergence prématurée vers un minimum sous-optimal, tandis qu’un taux trop faible peut 

ralentir considérablement l’apprentissage et conduire à un état de stagnation. Afin de trouver 
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un équilibre entre stabilité et rapidité de convergence, le taux d’apprentissage a été fixé à 0,001. Cette valeur permet d’assurer une progression efficace vers un minimum local ou 

global, évitant ainsi les risques d’instabilité ou de stagnation excessive. 

 

Les justifications détaillées des choix effectués pour chacun des autres hyperparamètres sont 

présentées dans la sous-section 4.2.2, dédiée à la description de l’architecture du réseau 

BiLSTM (p. 81). 

 

Tableau 4.2 Liste des valeurs testées pour chaque hyperparamètre du réseau 
 

Hyperparamètre Valeurs testées 
Taille de la fenêtre roulante 17 20 51 153 

Dimension de la couche BiLSTM 200  
Valeur de dropout 0,3 , 0,7 

Dimension de la 1re couche cachée 128 150  
Dimension de la 2e couche cachée 64  

Taille de lot 30 40 50 100 200 
Nombre d’époques d’entraînement 20 50 100 150  

Fonction de perte 28  
Taux d’apprentissage 0,0001 0,0003 ,  

 
 
28  (Erreur absolue moyenne [traduction libre basée sur celle de l’OQLF]) 



 

CHAPITRE 5 
 
 

Résultats 

5.1 Résultats de l’apprentissage du réseau 

Le tableau 5.1 présente le temps requis pour l’entraînement de chaque pas, époque et partition 

du réseau de neurones final. Il est essentiel de noter que ces valeurs peuvent fluctuer de manière 

significative en fonction des différentes configurations des hyperparamètres testés, ce qui 

souligne l’importance d’une sélection appropriée pour optimiser les performances du modèle. 

 

Tableau 5.1 Sommaire de la complexité et du temps de calcul du RNA final 
 

Complexité (nombre de paramètres entraînables) 840 200 
Temps/pas Environ 30  

Temps/époque Environ 70  
Temps/partition Environ 233  

 

Lors du processus d’apprentissage du réseau de neurones, la fonction de perte retenue, à savoir 

la MSE, était calculée à la fin de chaque époque afin d’évaluer la performance du modèle. De 

plus, la RMSE était également déterminée au même moment. Ces deux métriques étaient 

d’abord évaluées sur l’ensemble des données d’entraînement normalisées de la partition en 

cours, l’objectif étant de minimiser ces valeurs pour améliorer l’apprentissage du réseau. Ainsi, 

le modèle ajustait dynamiquement ses poids en réponse aux résultats obtenus. 

 

Parallèlement, ces mêmes indicateurs de performance étaient évalués sur un ensemble de 

validation indépendant de l’ensemble d’entraînement, mais également normalisé. Cette 

évaluation avait pour but de vérifier la capacité de généralisation du réseau et d’éviter un sur-

apprentissage. À l’issue de chaque partition, deux graphiques étaient générés, représentant 

respectivement l’évolution des valeurs moyennes de MSE et de RMSE en fonction du nombre 

d’époques pour les ensembles d’entraînement et de validation. Étant donné la similitude des 



92

tendances observées sur ces graphiques, seul le graphique de la courbe de MSE correspondant 

à la première partition est présenté dans la figure 5.1. L’annexe VIII (p.147) rassemble 

l’intégralité des graphiques pour chacune des partitions : 

 Partition 1 :  figure-A VIII-1 (p.147); 

 Partition 2 :  figure-A VIII-2 (p.148); 

 Partition 3 :  figure-A VIII-3 (p.149); 

 Partition 4 :  figure-A VIII-4 (p.150); 

 Partition 5 :  figure-A VIII-5 (p.151). 

 

 

Partition 1 – Courbes de perte (MSE) 
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Figure 5.1 Courbes de la fonction de perte (MSE) pour la partition 1 
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5.2 Résultats des métriques et des prédictions sur la base de test 

À l’issue de l’entraînement de chaque partition, les RMSE et les nRMSE ont été calculées sur 

les données de test dénormalisées, conformément à la méthodologie décrite dans le chapitre 

précédent. Pour chaque partition, la moyenne de ces métriques de performance a été 

déterminée sur l’ensemble des couches de sortie, permettant ainsi d’obtenir une valeur globale 

représentative des performances du modèle. 

 

Afin d’affiner l’analyse et de mieux caractériser la distribution des erreurs, la médiane ainsi 

que l’écart-type des valeurs de RMSE et nRMSE ont également été calculés pour l’ensemble 

des échantillons de test, et ce, pour chaque couche de sortie de chaque partition. De plus, afin 

de limiter l’influence des valeurs aberrantes susceptibles de biaiser les estimations, une 

moyenne ajustée a été introduite. Cette dernière a été obtenue en excluant les valeurs situées à 

plus d’un écart-type au-dessus de la moyenne initiale, garantissant ainsi une mesure plus 

robuste des performances du réseau. 

 

Les résultats synthétisés de ces analyses sont présentés dans le tableau 5.2 (p.94). Ce tableau 

regroupe les moyennes des métriques de performance obtenues sur l’ensemble des partitions 

utilisées lors de l’entraînement. Afin de faciliter l’interprétation des résultats, les valeurs mises 

en évidence par une trame de fond rouge correspondent aux estimations effectuées selon la 

méthodologie standard décrite précédemment, tandis que celles sur fond vert correspondent 

aux valeurs recalculées en excluant les données extrêmes. 

 

Une analyse plus détaillée des performances du réseau en fonction des partitions est disponible 

dans le tableau-A IX-1 (p.153), de l’annexe IX. Cette analyse comparative permet d’évaluer la 

stabilité du modèle selon les différentes partitions et d’identifier d’éventuelles variations de 

performance en fonction des axes de mouvement étudiés. 
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Tableau 5.2 Résultats des mesures de performance du réseau en fonction de chaque couche 
de sortie 

 
Métrique Ab/Ad Fl/Ex Ri/Re Total 

R
M

SE
 (°) Médiane 2,989 ± 0,120 1,993 ± 0,213 2,523 ± 0,132 2,502 ± 0,155 

Moyenne 3,534 ± 0,143 2,471 ± 0,383 2,930 ± 0,142 2,978 ± 0,118 
Écart-type 2,241 ± 0,140 2,236 ± 1,596 1,794 ± 0,194 2,090 ± 0,525 

Moy. ajustée 2,839 ± 0,114 1,988 ± 0,349 2,409 ± 0,105 2,412 ± 0,109 

nR
M

SE
 (%) Médiane 30,82 ± 1,22 3,59 ± 0,38 19,86 ± 0,79 18,09 ± 0,80 

Moyenne 39,28 ± 2,41 4,69 ± 0,93 24,12 ± 1,04 22,70 ± 1,16 
Écart-type 30,05 ± 4,44 5,23 ± 4,60 16,19 ± 0,61 17,16 ± 2,48 

Moy. ajustée 30,41 ± 1,69 3,68 ± 0,68 19,40 ± 0,64 17,83 ± 0,72 
 

Par ailleurs, pour chaque partition, un échantillon de 100 observations a été sélectionné 

aléatoirement dans la base de test afin d’examiner la concordance entre les courbes prédites et 

les courbes attendues sur les différents axes de rotation. Ces comparaisons ont été représentées 

graphiquement afin d’illustrer la précision et la fiabilité des prédictions du modèle. La figure 

5.2 (p.95) illustre ces comparaisons à travers trois échantillons distincts, soit les échantillons 18 089, 15 035 et 17 856, issues des bases de test de diverses partitions. Les courbes tracées 

en bleu correspondent aux courbes attendues, alors que celles tracées en orange représentent 

les courbes prédites. 
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Instant temporel Instant temporel Instant temporel 

   

Échantillon 15035 – Abduction 
RMSE : 5,1107; nRMSE : 64,85% 

Échantillon 15035 – Flexion
RMSE : 1,3716; nRMSE : 2,15% 

Échantillon 15035 – Rotation 
RMSE : 5,6743; nRMSE : 45,47% 

Attendue
Prédite 

Attendue 
Prédite 

Attendue 
Prédite 

Instant temporel Instant temporel Instant temporel 

   

Échantillon 17856 – Abduction 
RMSE : 10,7619; nRMSE : 222,73% 

Échantillon 17856 – Flexion 
RMSE : 3,9212; nRMSE : 26,22% 

Échantillon 17856 – Rotation 
RMSE : 4,4410; nRMSE : 30,32%

Attendue 
Prédite 

Attendue 
Prédite 

Attendue 
Prédite 

Instant temporel Instant temporel Instant temporel 

)   

Échantillon 18089 – Abduction 
RMSE : 0,3329; nRMSE : 3,19% 

Échantillon 18089 – Flexion 
RMSE : 0,9841; nRMSE : 1,68% 

Échantillon 18089 – Rotation 
RMSE : 0,6130; nRMSE : 5,20% 

Attendue 
Prédite 

Attendue 
Prédite 

Attendue 
Prédite 

Figure 5.2 Graphiques des courbes prédites et attendues de chaque axe de rotation pour trois 
échantillons de la base de test 





 

CHAPITRE 6 
 
 

Discussion 

6.1 Interprétation des résultats du protocole d’évaluation des performances du 
réseau 

L’évaluation des performances du réseau BiLSTM repose sur une double approche 

complémentaire. D’une part, elle implique une analyse comparative des métriques obtenues 

sur la base de test, en les confrontant aux références issues de la littérature. D’autre part, elle 

consiste à examiner les divergences entre les courbes prédites et celles attendues. Cette 

stratégie permet d’appréhender avec précision les points forts et les limites du modèle dans la 

prédiction des mouvements articulaires. 

 

6.1.1 Observations sur les métriques évaluées sur la base de test 

L’évaluation des performances du modèle repose sur l’analyse des métriques d’erreur 

appliquées aux trois axes de mouvement étudiés : Ab/Ad, Fl/Ex et Ri/Re. Cette démarche vise 

à examiner les variations de performance en fonction des spécificités dynamiques propres à 

chaque mouvement. 

 

Les résultats présentés dans le tableau-A IX-1 (p.153) indiquent que les médianes des erreurs 

sont systématiquement inférieures aux moyennes, suggérant la présence de valeurs extrêmes 

significativement supérieures à la moyenne. Afin de réduire l’impact de ces valeurs aberrantes, 

une moyenne ajustée a été calculée en excluant les points situés à plus d’un écart-type au-

dessus de la moyenne. Afin d’assurer une interprétation transparente des résultats, les 

moyennes brutes et ajustées sont systématiquement rapportées dans les analyses suivantes. Le 

tableau 6.1 (p.100) et le tableau 6.2 (p.101) fournissent, respectivement, une comparaison de 

ces résultats avec les valeurs de RMSE et nRMSE issues de la littérature. 
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L’axe d’Ab/Ad présente les performances les plus faibles parmi les trois axes étudiés. Notre 

modèle affiche une RMSE brute de 3,534 ± 0,143° et ajustée de 2,839 ± 0,114°, tandis que 

les valeurs rapportées dans la littérature pour cet axe sont légèrement meilleures, variant 

principalement entre 1,2° et 2,18°. En ce qui concerne la nRMSE, notre modèle atteint une 

valeur brute de 39,28 ± 2,41 % et ajustée de 30,41 ± 1,69 %, correspondant à des prédictions 

nettement moins précises que celles obtenues par Sharifi-Renani et al. (2021), comprise entre 6,6 % et 15,2 %. Toutefois, comme mentionné au premier chapitre de ce mémoire, la 

comparaison des nRMSE doit être interprétée avec prudence, puisque divers facteurs peuvent 

faire varier les résultats d’autant plus que les valeurs de nRMSE ne sont pas systématiquement 

rapportées dans toutes les études. 

 

Étant donné que l’amplitude de mouvement de l’axe d’Ab/Ad avoisine les 10° durant la 

marche, ces résultats de RMSE et de nRMSE témoignent d’une difficulté marquée à modéliser 

précisément ce mouvement, aussi bien pour notre réseau que pour ceux décrits dans la 

littérature. Cette performance moindre peut s’expliquer par la complexité biomécanique de 

l’abduction/adduction, qui présente une forte variabilité interindividuelle et est influencée par 

des mécanismes compensatoires musculaires modifiant la trajectoire articulaire, rendant ainsi 

la prédiction plus difficile. 

 

L’axe de Fl/Ex est globalement le mieux prédit par tous les modèles. Pour notre réseau, la 

RMSE brute est de 2,471 ± 0,383°, correspondant à une nRMSE de 4,69 ± 0,93 %. Après 

ajustement, la RMSE atteint 1,988 ± 0,349° et la nRMSE 3,68 ± 0,68 %. Ces performances 

ajustées surpassent celles obtenues par certaines études utilisant un plus grand nombre de 

centrales inertielles. Par exemple, Mundt, Koeppe, Bamer et al. (2020) rapportent une RMSE 

de 1,98 ± 0,51° en utilisant trois IMUs, tandis que Sharifi-Renani et al. (2021) obtiennent une 

RMSE de 2,1 ± 0,6° avec quatre IMUs virtuels et de 2,9 ± 1,1° avec quatre IMUs réels. Le 

modèle de Rapp et al. (2021) est celui qui présente les meilleurs résultats sur cet axe, avec une 

RMSE de 0,97 ± 0,38°, mais en faisant l’usage de sept IMUs, augmentant ainsi 

considérablement le coût du système. En effet, au prix d’environ 2 000 $ CAD par centrale 

inertielle, leur système est aussi dispendieux qu’un système optoélectronique, sans présenter 
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d’avantages significatifs. Il importe justement de souligner que peu d’études s’intéressent à 

l’utilisation d’un nombre limité d’IMUs, démarquant ainsi les résultats de notre modèle ainsi 

que son apport à la littérature. 

 

Dans notre modèle, l’axe de Fl/Ex présente des écarts-types plus élevés que les autres axes. 

Cette variabilité supérieure pourrait s’expliquer par la plus grande amplitude de mouvement 

par rapport aux autres (~65° en phase de marche), ainsi que par l’hétérogénéité des amplitudes 

dans l’ensemble des données. De plus, certaines partitions incluent des cas extrêmes de flexion, 

introduisant ainsi une incertitude accrue dans la prédiction. 

 

Bien que les performances de notre modèle sur l’axe de Ri/Re se situent entre celles des deux 

autres axes, c’est cet axe qui se distingue le plus. Dans la littérature, cet axe est généralement 

le plus difficile à estimer, avec des RMSE variant entre 2,48° et 7,0°. Cependant, notre modèle 

présente une meilleure précision sur cet axe, avec une RMSE brute de 2,930 ± 0,142° et 

ajustée de 2,409 ± 0,105°, correspondant à des nRMSE de 24,12 ± 1,04 % et 19,40 ±0,64 %. Ces résultats ajustés de notre modèle n’utilisant que deux IMUs surpassent ceux 

retrouvés dans la littérature, potentiellement en raison d’une base de données plus vaste ou 

d’une approche architecturale du réseau limitant l’impact des erreurs de l’axe de Fl/Ex sur les 

autres axes. 

 

Bien que la précision des prédictions sur l’axe de Ri/Re puisse être influencée par des 

différences interindividuelles dans la posture initiale des participants, l’amplitude de 

mouvement environ deux fois plus grande que celle de l’axe d’Ab/Ad semble atténuer l’impact 

des erreurs relatives, contribuant ainsi à une réduction des écarts d’erreur observés. 
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Tableau 6.1 Comparaison des valeurs de RMSE de notre modèle par rapport à celles 
retrouvées dans la littérature 

 

Référence 
Nombre 
d’IMUs 

(Position) 

RMSE ± ET (°) 

Fl/Ex Ab/Ad Ri/Re Moyenne 

Notre modèle 
2 

(C, T) 
2,471 ±0,383 

3,534 ±0,143 
2,930 ±0,142 

2,978 ±0,118 

Notre modèle 
(Moy. ajustée) 

2 
(C, T) 

1,988 ±0,349 
2,839 ±0,114 

2,409 ±0,105 
2,412 ±0,109 

Mundt et al. 
(2019) 

/ 1,92 1,92 3,73 2,15 ± 0,08 

Mundt, Koeppe, 
Bamer, et al. 

(2020) 

5  
(B, 2C, 2T) 

1,77 ± 0,38 1,58 ± 0,66 2,62 ± 1,06 / 

3 
(B, 2C) 

1,98 ± 0,51 1,77 ± 0,82 2,85 ± 1,25 / 

3 
(B, 2T) 

1,69 ± 0,44 1,54 ± 0,72 2,48 ± 1,09 / 

1 
(B) 

2,97 ± 0,55 2,18 ± 0,85 3,36 ± 1,27 / 

Conte Alcaraz 
et al.  

(2021) 

1 
(P) 

2,87 / / / 

Liang et al. 
(2021) 

1 
(C) 

3,89 / / / 

Rapp et al. 
(2021) 

7  
(B, 2C, 2T, 

2P) 
0,97 ± 0,38 2,16 ± 0,85 2,75 ± 0,66 / 
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Référence 
Nombre 
d’IMUs 

(Position) 

RMSE ± ET (°) 

Fl/Ex Ab/Ad Ri/Re Moyenne 

Sharifi-Renani 
et al. 

 (2021) 

4 V 
(B, C, T, P) 

2,1 ± 0,6 2,0 ± 0,6 6,4 ± 2,8 2,9 ± 0,7 

4 R 
(B, C, T, P) 

2,9 ± 1,1 2,0 ± 0,8 7,0 ± 1,8 3,3 ± 0,2 

4 R + V 
(B, C, T, P) 

1,4 ± 0,5 1,2 ± 0,4 3,8 ± 1,6 1,7 ± 0,4 

Abréviations : ET : Écart-type, B : Bassin, C : Cuisse, T : Tibia, P : Pied, V : Virtuel, R : Réel 
 

 

Tableau 6.2 Comparaison des valeurs de nRMSE de notre modèle par rapport à celles 
retrouvées dans la littérature 

 

Référence 
Nombre 
d’IMUs 

(Position) 

nRMSE ± ET (%) 

Fl/Ex Ab/Ad Ri/Re Moyenne 

Notre modèle 
2 

(C, T) 
4,69 ± 0,93 39,28 ± 2,41 24,12 ± 1,04 22,70 ± 1,16 

Notre modèle 
(Moy. ajustée) 

2 
(C, T) 

3,68 ± 0,68 30,41 ± 1,69 19,40 ± 0,64 17,83 ± 0,72 

Sharifi-Renani 
et al. 

(2021) 

4 V 
(B, C, T, P) 

2,9 ± 0,8 15,1 ± 4,5 24,0 ± 11,3 14,0 ± 5,5 

4 R 
(B, C, T, P) 

3,9 ± 1,6 15,2 ± 6,3 25,5 ± 6,3 14,9 ± 4,7 

4 R + V 
(B, C, T, P) 

1,9 ± 0,7 6,6 ± 2,3 14,1 ± 6,4 7,5 ± 3,1 

Abréviations : ET : Écart-type, B : Bassin, C : Cuisse, T : Tibia, P : Pied, V : Virtuel, R : Réel 
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L’analyse des résultats met en évidence que la précision du modèle est fortement influencée 

par le type de mouvement étudié. Les variations de performance entre les différents axes de 

mouvement peuvent être attribuées à plusieurs facteurs : 

1. La complexité biomécanique des mouvements : Les mouvements d’Ab/Ad et de 

Ri/Re lors de la marche impliquent des compensations musculaires et des 

interactions complexes avec d’autres segments corporels. Cette dynamique rend 

leur modélisation plus complexe que celle du mouvement de Fl/Ex, qui est plus 

isolé, naturel et répétitif; 

2. La qualité et la répartition des données d’entraînement : Certaines partitions du jeu 

de données peuvent inclure des scénarios plus complexes, notamment des 

mouvements extrêmes ou des amplitudes inhabituelles. Cette distribution non 

homogène des données peut altérer la capacité de généralisation du modèle; 

3. La sensibilité du réseau aux perturbations des capteurs : Malgré l’utilisation de 

centrales inertielles virtuelles (supposées limiter le bruit sur les courbes), les axes 

d’Ab/Ad et de Ri/Re, du fait de leurs trajectoires plus irrégulières, sont plus 

sensibles aux erreurs de capture et aux bruits des capteurs que l’axe de Fl/Ex. 

 

L’analyse comparative des bases de données utilisées dans la littérature ( tableau 1.3, p.39) 

met en évidence une différence significative avec notre propre base de données. En effet, notre 

modèle a été entraîné sur un ensemble de données substantiellement plus vaste, comprenant 

les essais de 90 participants sains et 428 atteints de gonarthrose. En principe, un ensemble de 

données plus volumineux devrait favoriser un apprentissage plus robuste des RNA. Toutefois, 

cette hypothèse ne se vérifie pas systématiquement ici, soulevant ainsi des interrogations sur 

la reproductibilité des résultats rapportés dans la littérature lorsque la diversité des populations 

étudiées est augmentée. 

 

Par ailleurs, une comparaison avec les modèles de la littérature révèle plusieurs points saillants. 

D’abord, la majorité des études existantes visent à estimer non seulement les angles du genou, 

mais aussi ceux de la hanche et de la cheville (  tableau 1.3, p.39). Pourtant, la complexité 

de notre architecture (  figure 4.3, p.82) reste comparable à celles rapportées dans la 
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littérature ( tableau-A VII-2, p.144). Cette observation suggère que notre modèle pourrait 

être excessivement complexe au regard de son objectif, ce qui favoriserait le surapprentissage 

et limiterait potentiellement sa capacité de généralisation. 

 

Ensuite, les modèles les plus performants décrits dans la littérature exploitent généralement un 

plus grand nombre de centrales inertielles, typiquement entre trois et sept. Cependant, un des 

objectifs principaux de notre approche réside dans la simplification du protocole de mesure 

pour réduire les coûts et améliorer l’applicabilité clinique. Ainsi, bien qu’une augmentation du 

nombre d’IMUs soit corrélée avec une amélioration des prédictions, il est crucial d’en limiter 

le nombre afin de trouver un équilibre entre précision et contraintes pratiques. Notre modèle, 

qui utilise uniquement deux centrales inertielles virtuelles, obtient des performances 

comparables à celles rapportées dans la littérature pour l’axe de Fl/Ex et supérieures pour l’axe 

de Ri/Re. Toutefois, des améliorations restent à apporter sur l’axe d’Ab/Ad. 

 

Un autre élément important concerne la nature des caractéristiques d’entrée utilisées. Les 

modèles de la littérature exploitent généralement un ensemble de variables plus diversifié. 

L’analyse du tableau-A VII-2 (p.144) montre que plusieurs modèles intègrent les vitesses 

angulaires triaxiales ainsi que les accélérations linéaires triaxiales issues des centrales 

inertielles, ce qui enrichit les informations disponibles pour l’apprentissage. 

 

En revanche, notre approche repose uniquement sur les vitesses angulaires triaxiales, ce qui 

limite la diversité des paramètres exploités pour la reconnaissance des motifs. Cette restriction 

est liée aux limitations techniques de l’algorithme fourni par Moveck, qui ne permettait pas 

d’obtenir des accélérations linéaires dans un repère local à chaque segment en raison du bruit 

inhérent à ces calculs. Afin de garantir la cohérence et la fiabilité des données par rapport à 

celles obtenues avec une centrale inertielle réelle, seules les informations exprimées dans un 

repère local ont été considérées comme pertinentes. Par conséquent, seules les vitesses 

angulaires ont été retenues comme variables d’entrée, excluant ainsi les données issues d’un 

repère global. Cette limitation pourrait affecter la précision et la robustesse des prédictions en 

réduisant la richesse des informations exploitable par le modèle. 
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En synthèse, notre modèle parvient à limiter le nombre d’IMUs nécessaires tout en affichant 

des performances comparables, voire supérieures, à la littérature sur les axes de Fl/Ex et de 

Ri/Re, bien que des efforts restent à fournir pour améliorer la précision sur l’axe d’Ab/Ad. Une 

évaluation comparative des modèles issus de la littérature sur une base de données commune 

permettrait une comparaison plus robuste et objective, notamment en termes de nRMSE. Enfin, 

une optimisation des caractéristiques d’entrée pourrait constituer une piste pertinente pour 

améliorer davantage les performances du modèle. 

 

6.1.2 Observations sur les prédictions faites sur la base de test 

L’analyse des courbes prédites par rapport aux courbes de référence issues de la base de test 

met en évidence plusieurs tendances notables. 

 

L’examen des échantillons révèle que, dans de nombreux cas, les courbes prédites reproduisent 

fidèlement les courbes attendues. À titre d’exemple, l’échantillon 18 089 illustre une 

excellente concordance entre les deux jeux de courbes (  figure 5.2, p.95). Toutefois, 

certains échantillons affichent des écarts significatifs, particulièrement sur les axes d’Ab/Ad et 

de Ri/Re. Par exemple, bien que l’échantillon 15 035 présente une bonne correspondance sur 

l’axe de Fl/Ex, des divergences notables émergent sur les autres axes de rotation. 

 

Par ailleurs, en ce qui concerne les axes de rotation et d’abduction, une translation verticale 

des courbes prédites par rapport aux courbes attendues est observée dans plusieurs cas, sans 

altération ou déformation majeure de la forme globale du signal. Ce phénomène, visible sur 

les échantillons 17 856 et 15 035 (  figure 5.2, p.95), suggère que le modèle présente une 

certaine difficulté à ajuster précisément les valeurs absolues des prédictions. La courbe de 

profil atypique de l’échantillon 17 856 illustre également un des rares échantillons où la 

nRMSE sur la courbe de flexion dépasse les 10 %. 
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Un autre biais observé concerne une sous-estimation systématique des amplitudes extrêmes, 

entraînant une atténuation des fluctuations abruptes ou atypiques. Ce phénomène est 

particulièrement marqué dans les profils de marche des patients pathologiques, où ces 

variations extrêmes sont plus fréquentes. Il est envisageable que l’âge moyen avancé des 

participants contribue à cette tendance, car certaines irrégularités perçues dans leurs cycles de 

marche pourraient résulter de déséquilibres ponctuels échappant à la cyclicité normale du 

mouvement. Toutefois, ces fluctuations atypiques ne sont pas exclusivement observées chez 

les patients pathologiques : elles apparaissent également chez certains individus sains, en 

fonction des caractéristiques biomécaniques spécifiques à leur phénotype de marche. Cette 

limitation du modèle pourrait découler d’une représentation insuffisante des cas extrêmes au 

sein des données d’entraînement ou d’une distribution sous-optimale des phénotypes entre les 

ensembles de données, restreignant ainsi sa capacité à capturer la variabilité interindividuelle. 

  

L’évaluation des valeurs de RMSE et de nRMSE pour chaque échantillon révèle une variabilité 

importante des performances du modèle. Par exemple, pour l’axe Ab/Ad, même sur un 

ensemble restreint d’échantillons (  figure 5.2, p.95), les valeurs de RMSE fluctuent entre 0,3329° et 10,7619°, tandis que les valeurs de nRMSE varient entre 3,19 % et 222,73 %. 

Face à cette dispersion, la décision d’évaluer une moyenne ajustée excluant les valeurs 

extrêmes excédant un écart-type au-dessus de la moyenne repose sur l’observation d’une forte 

similarité entre les courbes prédites et attendues. En effet, comme mentionné précédemment, 

l’erreur élevée entre ces courbes semble souvent résulter d’un décalage vertical plutôt que 

d’une prédiction fondamentalement erronée, c’est pourquoi les résultats élevés, tel que celui 

de l’échantillon 17 856, sont considérés aberrants. 

 

L’ensemble de ces observations souligne l’impact majeur des caractéristiques biomécaniques 

et des conditions expérimentales sur les performances du réseau BiLSTM. Si le modèle 

parvient globalement à capturer la dynamique du mouvement, certaines limitations persistent, 

en particulier sur les axes marqués par une forte variabilité interindividuelle, tels que l’Ab/Ad 

et la Ri/Re. Bien que les résultats obtenus soient comparables à ceux retrouvés dans la 

littérature, ils suggèrent tout de même la nécessité d’un affinement du modèle, notamment par 
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une meilleure représentation des cas atypiques dans les données d’apprentissage, afin 

d’améliorer la précision des prédictions sur l’ensemble des axes de mouvement. 

 
 
6.2 Interprétation des résultats de l’apprentissage du réseau 

L’analyse de l’entraînement du réseau met en évidence plusieurs limitations et pistes 

d’amélioration susceptibles d’accroître la robustesse et la précision du modèle. 

 

Tout d’abord, la distribution des données présente un déséquilibre significatif entre les 

différents grades d’arthrose, ce qui est susceptible d’introduire un biais dans le processus 

d’apprentissage. En effet, comme l’illustrent la figure 4.4 et la figure 4.5 (pp.85-86), la 

répartition des échantillons n’est pas homogène : les grades 0 (asymptomatiques), 2 et 3 

représentent respectivement 26 %, 28 % et 26 % de l’ensemble de la base de données, tandis 

que les grades 1 et 4 sont sous-représentés, avec seulement 2 % et 18 % des échantillons. 

Idéalement, une distribution équilibrée autour de 20 % par grade serait préférable afin de 

garantir une meilleure généralisation du modèle. Pour atténuer cet effet de biais, plusieurs 

approches peuvent être envisagées : 

1. Suréchantillonnage des classes minoritaires : Augmentation artificielle de la 

proportion des échantillons sous-représentés en dupliquant des exemples existants 

ou en générant des données synthétiques à l’aide de techniques telles que la 

synthétisation par GANs (Generative Adversarial Networks) ou le SMOTE 

(Synthetic Minority Over-sampling Technique); 

2. Sous-échantillonnage des classes majoritaires : Réduction du nombre 

d’échantillons des grades sur-représentés en sélectionnant un sous-ensemble 

représentatif à l’aide d’algorithmes de groupement (  [traduction de 

l’OQLF]) ou d’une stratégie de sous-échantillonnage aléatoire, de manière à 

préserver la diversité intra-grade; 

3. Pondération de la fonction de perte : Plutôt que de modifier directement les 

données, cette approche ajuste la fonction de coût en attribuant un poids plus élevé 

aux erreurs provenant des classes minoritaires. Cette stratégie permet ainsi de 
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compenser le déséquilibre tout en préservant l’intégralité de l’information 

disponible. 

 

En parallèle, la méthodologie actuelle de partitionnement des données pourrait également être 

optimisée. Actuellement, les grades d’arthrose sont équitablement répartis dans chaque 

ensemble de données (entraînement et test), mais une stratégie alternative basée sur les 

phénotypes biomécaniques pourrait s’avérer plus pertinente. Un phénotype de marche est 

défini comme un ensemble de caractéristiques cinématiques et cinétiques distinctes, 

influencées par divers facteurs tels que la morphologie, la condition musculaire, les pathologies 

articulaires et les compensations posturales. Or, ces phénotypes ne sont pas directement 

corrélés au grade d’arthrose, mais ils exercent une influence notable sur les courbes 

cinématiques de la marche. Une distribution inadéquate de ces phénotypes entre les différents 

ensembles de données pourrait ainsi nuire à la capacité du modèle à capturer efficacement la 

variabilité interindividuelle. 

 

Ensuite, une autre limite réside dans l’optimisation des hyperparamètres et de l’architecture du 

réseau. Bien que plusieurs configurations aient été testées, le choix final n’a pas encore été 

optimisé de manière systématique. Des différences notables ont été observées entre les modèles 

testés (MLP, LSTM, BiLSTM), mettant en évidence la nécessité d’explorer différentes 

architectures. L’intégration de nouvelles caractéristiques, notamment issues d’une analyse 

approfondie des phénotypes, pourrait également améliorer la performance globale du modèle. 

 

Enfin, bien que les courbes de perte sur la base de données d’entraînement de chaque partition 

diminuent continuellement et convergent vers une valeur très faible, celles évaluées sur la base 

de validation (donc de test) restent relativement constantes et ne diminuent pas 

significativement (  figure 5.1, p.92, et annexe VII, p.143). Cela signifie que le modèle 

apprend très bien avec les données d’entraînement, mais qu’il ne parvient pas à généraliser 

correctement sur de nouvelles données, ce qui suggère un surapprentissage du réseau. 

Également, la stabilité légèrement bruitée de la courbe de perte sur la base de validation 

suggère que le modèle n’améliore pas ses performances sur des données inédites, probablement 
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en raison d’une trop grande complexité. Ainsi, plutôt que d’extraire des motifs généralisables, 

le réseau mémorise trop les données d’entraînement. 

 

6.3 Apports à la recherche 

Les performances atteintes par notre modèle sur les différents axes démontrent la possibilité 

d’obtenir des prédictions de précisions semblables, voire supérieures, à la littérature, tout en 

limitant le nombre de centrales inertielles à devoir exploiter. Cela ouvre la voie vers une 

possibilité de simplification clinique des prises de mesures. 

 

Ce mémoire apporte également plusieurs contributions pertinentes pour les recherches futures. 

Si de nombreuses pistes d’amélioration ont été discutées précédemment, les éléments suivants 

concernent plus spécifiquement les outils méthodologiques mis à disposition des futurs 

chercheurs poursuivant l’objectif principal de cette étude : concevoir et évaluer l’efficacité 

d’un algorithme capable d’inférer avec précision les courbes cinématiques dans les trois axes 

anatomiques à partir des données issues de deux centrales inertielles virtuellement placées sur 

les membres inférieurs (fémur et tibia) lors de la marche. 

 

Tout d’abord, un travail conséquent a été réalisé pour structurer une base de données unique 

combinant les enregistrements de patients sains et pathologiques. Cette uniformisation facilite 

son intégration dans des algorithmes d’apprentissage machine. De plus, la conservation 

systématique des métadonnées associées à chaque essai permet d’explorer différentes 

stratégies de partitionnement des données sans nécessiter une répétition du processus de 

prétraitement, souvent long et fastidieux. 

 

Ensuite, le script Python développé dans le cadre de cette étude intègre plusieurs fonctions 

essentielles à l’exploitation des données, notamment une fonction de fenêtrage glissant pour la 

segmentation et une autre dédiée au partitionnement des ensembles d’apprentissage et de 

validation. Ces fonctions ont été rigoureusement optimisées pour s’adapter à la structure de la 
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base de données unifiée, garantissant ainsi une intégration aisée dans de futurs développements 

algorithmiques. 

 

Enfin, les performances du réseau de neurones selon les différentes configurations 

d’hyperparamètres et d’architectures testées ont été systématiquement archivées dans un 

document Excel. Cette documentation permet non seulement de retracer les observations 

obtenues pour chaque configuration, mais aussi d’orienter efficacement les futurs travaux en 

évitant une redondance des expérimentations. 

 

Ainsi, au-delà des résultats intéressants obtenus, ce mémoire fournit des bases solides et 

reproductibles pour les recherches ultérieures, contribuant à l’amélioration continue des 

méthodes d’inférence des courbes cinématiques à partir des données inertielles. 

 

 

 

 





 

CONCLUSION 

Ce mémoire avait pour objectif principal la conception et l’évaluation d’un algorithme basé 

sur un réseau de neurones BiLSTM afin d’estimer les courbes cinématiques du genou lors de 

la marche. L’étude s’est articulée autour de trois axes majeurs : l’impact de la séparation des 

couches de sortie en fonction des axes anatomiques sur la précision de l’inférence, la pertinence 

de restreindre les données d’entrée aux seules vitesses angulaires triaxiales issues de deux 

centrales inertielles placées sur le fémur et le tibia, et la capacité du modèle à généraliser ses 

prédictions sur une population plus variée en termes d’âge, de genre et de condition 

pathologique. 

 

Une première analyse, détaillée au chapitre 3 (p.53), a mis en évidence une cohérence des 

résultats obtenus indépendamment du choix de l’ensemble des cycles de marche ou de la 

sélection des cycles les plus répétables pour le calcul des facteurs biomécaniques. Cette 

validation préliminaire a ainsi permis d’écarter la nécessité d’un prétraitement supplémentaire 

des données d’entrée. 

 

L’évaluation du modèle BiLSTM a conduit à plusieurs observations significatives. Tout 

d’abord, la séparation des couches de sortie en fonction des axes anatomiques a permis de 

limiter la propagation des erreurs entre les axes. Plus spécifiquement, elle a réduit l’influence 

des erreurs sur l’axe de Fl/Ex sur celles des axes d’Ab/Ad et de Ri/Re. Cette approche a 

contribué à une amélioration de la précision des estimations sur l’axe de Ri/Re, ainsi qu’à une 

légère amélioration de la précision des estimations sur l’axe de Fl/Ex. Elle n’a pas eu d’effet 

positif sur l’axe d’Ab/Ad. 

 

Par ailleurs, un des objectifs initiaux était de minimiser le nombre de centrales inertielles 

utilisées. Bien que les résultats de la littérature montrent que les modèles intégrant un plus 

grand nombre d’IMUs génèrent généralement des estimations plus précises, notre modèle a 

produit des résultats comparables, voire supérieurs, à la littérature en se limitant à deux 

centrales inertielles.  
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Au niveau de l’architecture du réseau, l’analyse a révélé que l’augmentation du nombre de 

caractéristiques différentes en entrée améliore l’apprentissage du réseau. Ces observations 

suggèrent que la seule utilisation des vitesses angulaires triaxiales pourrait constituer une 

limitation du modèle, en restreignant la quantité d’informations disponibles pour l’inférence. 

 

Enfin, concernant la généralisation du modèle à une population plus hétérogène, les résultats 

indiquent un phénomène de surapprentissage, malgré une partition des données respectant la 

distribution des niveaux pathologiques. Ce constat soulève des questions quant à la 

reproductibilité des résultats rapportés dans la littérature. Il suggère également que le critère 

de partitionnement basé exclusivement sur le niveau pathologique pourrait être insuffisant et 

que d’autres stratégies devraient être envisagées. 

 

En conclusion, l’utilisation d’un réseau de neurones pour l’estimation de la cinématique du 

genou lors de la marche à partir de données issues de deux centrales inertielles se révèle très 

prometteuse. En considérant les divers aspects nécessitant encore une optimisation, le potentiel 

de précision de notre réseau pourrait surpasser de loin la précision des modèles décrits dans la 

littérature. Avant d’envisager l’exploration d’une architecture de réseau alternative, il apparaît 

essentiel de traiter en priorité les problèmes suivants : 

1. Partitionnement des données : Il conviendrait d’adopter un critère différent du 

niveau pathologique pour la formation des groupes de distribution, par exemple en 

se basant sur les phénotypes. Une autre approche consisterait à équilibrer les 

groupes grâce à diverses techniques d’augmentation des données; 

2. Enrichissement des entrées du modèle : L’ajout des accélérations linéaires 

triaxiales locales des deux IMUs virtuellement créées semble indispensable, cette 

information étant systématiquement intégrée dans les modèles présentés dans la 

littérature; 

3. Optimisation des hyperparamètres : Une optimisation systématique est 

nécessaire afin d’exploiter pleinement les capacités du réseau et de déterminer si 

une architecture différente s’avèrerait plus pertinente pour accomplir cette tâche. 
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Ces ajustements devraient permettre d’améliorer la robustesse et la performance du modèle, 

tout en facilitant la comparaison avec d’autres approches existantes. Des recommandations 

supplémentaires sont présentées à la section suivante. 

  





 

RECOMMANDATIONS  

 

Bien que notre modèle ait atteint des performances intéressantes, les conclusions de ce 

mémoire mettent en exergue plusieurs recommandations stratégiques visant à optimiser la 

pertinence clinique, la robustesse évaluative et l’efficacité architecturale du modèle 

d’apprentissage machine développé. Afin d’assurer une compréhension plus approfondie des 

axes d’amélioration prioritaires, une analyse détaillée des points clés est présentée ci-dessous. 

 

Tout d’abord, l’influence des fluctuations atypiques observées dans les courbes cinématiques 

sur les prédictions du modèle requiert une stratégie d’atténuation adaptée. Une approche 

pertinente consisterait à partitionner la base de données selon les phénotypes plutôt que les 

grades, ce qui permettrait une classification plus homogène des profils biomécaniques. En 

complément, l’application de techniques d’augmentation des données contribuerait à assurer 

une distribution équilibrée des catégories (phénotypes ou grades) dans les ensembles 

d’entraînement et de validation, réduisant ainsi l’impact des biais structurels. 

 

Ensuite, l’enrichissement des caractéristiques en entrée pourrait renforcer l’apprentissage du 

modèle. L’intégration des accélérations linéaires triaxiales locales à chaque IMU représente 

une piste prometteuse pour améliorer la précision des prédictions. Par ailleurs, l’utilisation de 

techniques avancées de réduction dimensionnelle, telles que l’analyse en composantes 

principales (  [traduction de l’OQLF] – PCA), permettrait 

d’extraire les caractéristiques les plus pertinentes, tout en préservant la capacité de 

généralisation du modèle. 

 

Concernant l’optimisation des hyperparamètres, l’adoption d’une stratégie plus sophistiquée, 

comme la recherche Hyperband, offrirait une exploration plus efficace de l’espace des 

hyperparamètres, améliorant ainsi la convergence du modèle vers des performances optimales. 

En parallèle, la gestion du surapprentissage demeure un enjeu central. Si une régularisation par 

couche  est déjà en place, d’autres techniques, telles que les régularisations L1 et L2, 

pourraient être envisagées pour introduire une pénalisation adaptative sur les poids du réseau, 
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limitant ainsi le surajustement aux données d’entraînement. En outre, l’analyse des courbes de 

la fonction de perte (  annexe VIII, p.147) suggère que l’implémentation d’un arrêt anticipé 

(  [traduction libre]) pourrait être bénéfique afin d’interrompre l’entraînement 

avant que le surapprentissage ne devienne trop marqué. 

 

En complément de ces recommandations, trois axes stratégiques méritent une attention 

particulière : l’analyse  des prédictions, l’optimisation du protocole d’évaluation des 

performances et la restructuration de l’architecture du réseau de neurones. 

 

Actuellement, les prédictions du modèle reposent sur les courbes cinématiques triaxiales 

complètes. Cependant, les cliniciens exploitent majoritairement des valeurs ou des catégories 

de facteurs biomécaniques extraits de ces courbes. Ainsi, bien que les performances du modèle 

ne surpassent pas encore celles rapportées dans la littérature, une évaluation plus fine de ces 

facteurs biomécaniques sur les courbes prédites permettrait de mieux appréhender la viabilité 

clinique de la combinaison entre centrales inertielles et réseaux de neurones. Une avancée 

supplémentaire consisterait à explorer un modèle d’apprentissage machine capable d’estimer 

directement ces facteurs biomécaniques à partir des données brutes des centrales inertielles, 

évitant ainsi l’étape de prédiction des courbes cinématiques complètes. 

 

Concernant les mesures de performance, l’intégration du coefficient de corrélation  

constituerait un levier d’évaluation supplémentaire pour permettre une comparaison plus 

directe avec les modèles préexistants. De surcroît, une analyse comparative rigoureuse pourrait 

être menée en évaluant les différents modèles issus de la littérature sur un même ensemble de 

données. 

 

Enfin, la complexité du réseau neuronal pourrait être réduite par plusieurs moyens, notamment 

en diminuant le nombre de couches et de neurones ou en explorant des architectures 

alternatives. Bien que le réseau BiLSTM soit conçu pour la gestion des dépendances 

temporelles longues, il demeure relativement complexe et coûteux en termes de calcul. Une 

alternative intéressante serait le remplacement du BiLSTM par un réseau GRU, qui conserve 
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une bonne capacité de mémorisation tout en allégeant la charge de calcul. Le GRU, en 

fusionnant les portes d’entrée et d’oubli du LSTM en une seule porte de mise à jour, simplifie 

ainsi la structure du réseau tout en améliorant son efficacité computationnelle. 

 

En somme, ces recommandations visent à améliorer la pertinence clinique, la fiabilité des 

évaluations et l’efficacité de l’architecture du réseau de neurones. Leur mise en œuvre 

contribuerait non seulement à renforcer la validité des prédictions, mais aussi à optimiser les 

performances et la robustesse du modèle dans un contexte clinique réel. 

 





 

ANNEXE I 
 
 

Liste des facteurs biomécaniques traduits 

Tableau-A I-1 Traduction français-anglais du nom des facteurs biomécaniques utilisés 
 

Axe Nom anglais Nom français 

Sagittal 

(Fl/Ex) 

 Contracture dynamique en flexion au 

contact au sol 

 

Flexion limitée lors du chargement 

 Limitation de l’extension en appui 

 

Diminution de la flexion à l’envol 

 

Diminution de l’amplitude de 

mouvement Fl/Ex 

Frontal 

(Ab/Ad) 

 Augmentation du varus lors du 

chargement 

 Genou varum au contact au sol 

 

Genou varum durant l’appui (V1, 

V2, V3) 

 Augmentation du valgus lors du 

chargement 

Transverse 

(Ri/Re) 

 

Rotation externe tibiale au contact au 

sol 

 Rotation interne tibiale lors du 

chargement 

 





 

ANNEXE II 
 

Définitions des facteurs biomécaniques 

KNEE FLEXUM DURING INITIAL CONTACT (kfdic) 

Valeur numérique : 
P1 = 1 ; 
 
kfdic_valeur = Flexion_Curve(:,P1) ; 
 
Catégorie : 

 
if (kfdic_valeur > -2) 
    kfdic_categorie = 'Résultat négatif' ; 
 
else 
    kfdic_categorie = 'Résultat positif' ; 
 
end 

 
LIMITED FLEXION EXCURSION DURING LOADING (lfedl) 
 
Valeur numérique : 
P1 = 1  ; 
P2 = 20 ; 
 
Zone = Flexion_Curve(:,P1:P2) ; 
 
Initial = Flexion_Curve(:,P1) ; 
Max     = max(Zone(:))        ; 
 
lfedl_valeur = Max - Initial ; 
 
Catégorie : 
 
if (lfedl_valeur >= 14) 
    lfedl_categorie = ['Résultat négatif'] ; 
 
elseif (lfedl_valeur > 8 && lfedl_valeur < 14) 
    lfedl_categorie = ['Résultat positif'] ;  
  
else 
    lfedl_categorie = ['Résultat positif plus'] ; 
 
end 
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FIXED FLEXION DURING STANCE (ffds) 
 
Valeur numérique : 
P1 = 1  ; 
P2 = 20 ; 
P3 = 69 ; 
 
Zone1 = Flexion_Curve(:,P1:P2) ; 
Zone2 = Flexion_Curve(:,P2:P3) ; 
 
Max = max(Zone1(:)) ; 
Min = min(Zone2(:)) ; 
 
ffds_valeur = Max - Min ; 
 
Catégorie : 
 
if (ffds_valeur >= 17) 
    ffds_categorie = 'Résultat négatif' ; 
 
elseif (ffds_valeur > 0 && ffds_valeur < 17) 
    ffds_categorie = 'Résultat positif' ;   
 
else 
    ffds_categorie = 'Résultat positif plus' ; 
 
end 

 
DECREASED MAXIMUM FLEXION DURING SWING PHASE (dmfdsp) 
 
Valeur numérique : 
dmfdsp_valeur = max(Flexion_Curve(:)) ; 
 
Catégorie : 
 
if (dmfdsp_valeur > 47) 
    dmfdsp_categorie = ['Résultat négatif'] ; 
 
else  
    dmfdsp_categorie = ['Résultat positif'] ;   
 
end 
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DECREASED SAGITTAL PLANE RANGE MOTION (dsprm)  
 
Valeur numérique : 
Max = max(Flexion_Curve(:)) ; 
Min = min(Flexion_Curve(:)) ; 
 
dsprm_valeur = Max - Min ; 
 
Catégorie : 
 
if (dsprm_valeur >= 58) 
    dsprm_categorie = 'Résultat négatif' ; 
 
elseif (dsprm_valeur > 50 && dsprm_valeur < 58) 
    dsprm_categorie = 'Résultat positif' ;   
 
else 
    dsprm_categorie = ['Résultat positif plus'] ; 
 
end 

 
VARUS THRUST DURING LOADING (vartdl) 
 
Valeur numérique : 
P1 = 1  ; 
P2 = 20 ; 
 
Zone = Abduction_Curve(:,P1:P2) ; 
 
Initial = Abduction_Curve(:,P1) ; 
Max     = max(Zone(:))          ; 
 
vartdl_valeur = Max - Initial ; 
 
Catégorie : 
 
if (vartdl_valeur < 2.5) 
    vartdl_categorie = 'Résultat négatif' ; 
 
elseif (vartdl_valeur >= 2.5 && vartdl_valeur <= 7) 
    vartdl_categorie = 'Résultat positif' ;   
 
else 
    vartdl_categorie = 'Résultat positif plus' ; 
 
end 
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KNEE VARUS DURING INITIAL CONTACT (kvdic) 

Valeur numérique : 
P1 = 1 ; 
 
kvdic_valeur = Abduction_Curve(:,P1) ; 
 
Catégorie : 
 
if (kvdic_valeur < 2) 
    kvdic_categorie = 'Résultat négatif'; 
 
else 
    kvdic_categorie = 'Résultat positif'; 
 
end 

 
KNEE VARUS DURING STANCE V1 (kvds1) 
 
Valeur numérique : 
P1 = 20 ; 
P2 = 54 ; 
 
Zone = Abduction_Curve(:,P1:P2) ; 
 
kvds1_valeur = mean(Zone(:)) ; 
 
Catégorie : 
 
if (kvds1_valeur < 2) 
    kvds1_categorie = 'Résultat négatif' ; 
 
elseif (kvds1_valeur >= 2 && kvds1_valeur < 5) 
    kvds1_categorie = 'Résultat positif' ; 
 
else 
    kvds1_categorie = 'Résultat positif plus' ; 
 
end 
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KNEE VARUS DURING STANCE V2 (kvds2) 
 
Valeur numérique : 
P1 = 10 ; 
P2 = 54 ; 
 
Zone = Abduction_Curve(:,P1:P2) ; 
 
kvds2_valeur = mean(Zone(:)) ; 
 
Catégorie : 
 
if (kvds2_valeur < 2) 
    kvds2_categorie = 'Résultat négatif' ; 
 
elseif (kvds2_valeur >= 2 && kvds2_valeur < 5) 
    kvds2_categorie = 'Résultat positif' ; 
 
else 
    kvds2_categorie = 'Résultat positif plus' ; 
 
end 

 
KNEE VARUS DURING STANCE V3 (kvds3) 
 
Valeur numérique : 
P1 = 1 ; 
P2 = 60 ; 
 
Zone = Abduction_Curve(:,P1:P2) ; 
 
kvds3_valeur = mean(Zone(:)) ; 
 
Catégorie : 
 
if (kvds3_valeur < 2) 
    kvds3_categorie = 'Résultat négatif' ; 
 
elseif (kvds3_valeur >= 2 && kvds3_valeur < 5) 
    kvds3_categorie = 'Résultat positif' ; 
 
else 
    kvds3_categorie = 'Résultat positif plus' ; 
 
end 
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VALGUS THRUST DURING LOADING (valtdl) 
 
Valeur numérique : 
P1 = 1  ; 
P2 = 20 ; 
 
Zone = Abduction_Curve(:,P1:P2) ; 
 
Initial = Abduction_Curve(:,P1) ; 
Min     = min(Zone(:))          ; 
 
valtdl_valeur = Initial - Min ; 
 
Catégorie : 
 
if (valtdl_valeur < 2.5) 
    valtdl_categorie = 'Résultat négatif' ; 
 
elseif (valtdl_valeur >= 2.5 && valtdl_valeur <= 7) 
    valtdl_categorie = 'Résultat positif' ;   
 
else 
    valtdl_categorie = 'Résultat positif plus' ; 
 
end 

 
EXTERNAL TIBIA ROTATION DURING INITIAL CONTACT (etrdic) 
 
Valeur numérique : 
P1 = 1 ; 
 
etrdic_valeur = Rotation_Curve(:,P1) ; 
 
Catégorie : 
 
if (etrdic_valeur < 0) 
    etrdic_categorie = ['Résultat négatif'] ; 
 
elseif (etrdic_valeur >= 0 && etrdic_valeur < 4.5) 
    etrdic_categorie = ['Résultat négatif'] ; 
 
elseif (etrdic_valeur >= 4.5 && etrdic_valeur < 7.5) 
    etrdic_categorie = ['Résultat positif'] ;   
 
else 
    etrdic_categorie = ['Résultat positif plus'] ; 
 
end 
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INTERNAL ROTATION TIBIA-FEMUR LOADING (irtfl) 
 
Valeur numérique : 
P1 = 1  ; 
P2 = 30 ; 
 
Zone = Rotation_Curve(:,P1:P2) ; 
 
irtfl_valeur = mean(Zone(:)) ; 
 
Catégorie : 
 
if (irtfl_valeur >= -1) 
    irtfl_categorie = 'Résultat négatif' ; 
 
else 
    irtfl_categorie = 'Résultat positif' ; 
 
end 
 

 





 

ANNEXE III 
 

Tableaux des résultats d’erreurs absolues de comparaison entre les facteurs 
biomécaniques calculés sur tous les cycles par rapport à ceux calculés sur les 15 cycles 

les plus répétables 

Tableau-A III-1 Erreurs absolues de calcul des facteurs biomécaniques sur l’axe d’Ab/Ad 
 

 

 

 

 

Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°)

M 0,099 0,061 0,076 0,068 0,037 0,015 0,031 0,008 0,027 0,018 0,076 0,130
F 0,134 0,196 0,064 0,033 0,052 0,071 0,051 0,065 0,052 0,050 0,097 0,086
M 0,095 0,080 0,050 0,028 0,037 0,031 0,041 0,034 0,029 0,033 0,057 0,086
F 0,103 0,084 0,076 0,058 0,030 0,020 0,030 0,017 0,023 0,016 0,075 0,109
M 0,150 0,128 0,081 0,095 0,054 0,048 0,049 0,042 0,045 0,037 0,081 0,140
F 0,142 0,112 0,107 0,098 0,051 0,052 0,047 0,045 0,041 0,039 0,070 0,125
M 0,136 0,114 0,075 0,081 0,050 0,042 0,046 0,038 0,040 0,035 0,076 0,129
F 0,134 0,115 0,096 0,084 0,047 0,048 0,044 0,041 0,039 0,036 0,074 0,118

M 0,135 0,087 0,045 0,040 0,042 0,028 0,037 0,030 0,034 0,028 0,072 0,076
F 0,123 0,109 0,070 0,053 0,066 0,049 0,053 0,037 0,045 0,029 0,030 0,056
M 0,141 0,103 0,074 0,069 0,053 0,046 0,056 0,045 0,048 0,047 0,050 0,057
F 0,135 0,117 0,075 0,072 0,026 0,017 0,028 0,023 0,027 0,019 0,047 0,054
M 0,095 0,144 0,081 0,079 0,062 0,066 0,054 0,060 0,049 0,048 0,097 0,137
F 0,123 0,103 0,072 0,061 0,049 0,037 0,042 0,035 0,041 0,034 0,071 0,102
M 0,111 0,126 0,074 0,071 0,057 0,056 0,052 0,052 0,046 0,044 0,082 0,110
F 0,126 0,107 0,073 0,063 0,046 0,034 0,040 0,032 0,038 0,030 0,059 0,083

M 0,086 0,000 0,069 0,000 0,068 0,000 0,047 0,000 0,060 0,000 0,161 0,000
F 0,063 0,050 0,007 0,008 0,011 0,009 0,008 0,006 0,006 0,003 0,000 0,000
M 0,097 0,086 0,127 0,106 0,046 0,062 0,042 0,063 0,034 0,051 0,067 0,074
F 0,058 0,061 0,059 0,056 0,029 0,023 0,019 0,013 0,029 0,028 0,106 0,126
M 0,118 0,120 0,084 0,080 0,044 0,039 0,040 0,037 0,037 0,031 0,071 0,094
F 0,135 0,135 0,088 0,189 0,066 0,136 0,064 0,136 0,061 0,139 0,068 0,095
M 0,116 0,115 0,086 0,080 0,044 0,040 0,040 0,038 0,037 0,031 0,073 0,091
F 0,125 0,125 0,081 0,170 0,060 0,120 0,057 0,120 0,056 0,124 0,067 0,093

M 0,120 0,119 0,079 0,077 0,050 0,046 0,046 0,043 0,041 0,037 0,077 0,108
F 0,128 0,115 0,082 0,101 0,051 0,064 0,047 0,061 0,044 0,060 0,066 0,096

M 0,076 0,090 0,073 0,075 0,048 0,034 0,043 0,030 0,042 0,033 0,061 0,077
F 0,089 0,074 0,088 0,074 0,058 0,042 0,056 0,041 0,046 0,036 0,063 0,083

M 0,113 0,114 0,078 0,076 0,050 0,044 0,046 0,041 0,041 0,036 0,074 0,103
F 0,123 0,110 0,083 0,098 0,052 0,061 0,048 0,059 0,044 0,057 0,065 0,095

ASYMPT

Total 
OA + ASYMPT

Augmentation du 
varus lors du 
chargement

Genou varum au 
contact au sol

Genou varum 
durant l'appui V1

OA3

G

D

G + D

Tot.

OA2

G

D

G + D

Tot.

Groupes et 
sous-groupes

Genou varum 
durant l'appui V2

Genou varum 
durant l'appui V3

Augmentation du 
valgus lors du 

chargementSexe

Total OA

OA4

G

D

G + D

Tot.
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Tableau-A III-2 Erreurs absolues de calcul des facteurs biomécaniques sur l’axe de Fl/Ex 
 

 
  

Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°) Moy. (°) ET (°)

M 0,209 0,214 0,325 0,189 0,220 0,151 0,390 0,303 0,383 0,249
F 0,327 0,102 0,635 0,562 0,745 0,566 0,485 0,552 0,709 0,515
M 0,278 0,268 0,358 0,328 0,268 0,279 0,206 0,205 0,346 0,376
F 0,327 0,233 0,295 0,294 0,345 0,148 0,442 0,387 0,466 0,295
M 0,293 0,190 0,396 0,317 0,382 0,324 0,346 0,374 0,559 0,475
F 0,322 0,244 0,312 0,268 0,323 0,279 0,290 0,259 0,418 0,429
M 0,284 0,205 0,383 0,309 0,349 0,303 0,324 0,338 0,507 0,440
F 0,323 0,227 0,342 0,303 0,371 0,284 0,339 0,314 0,457 0,412

M 0,397 0,304 0,318 0,381 0,290 0,250 0,253 0,165 0,409 0,357
F 0,303 0,287 0,346 0,304 0,311 0,230 0,206 0,183 0,270 0,208
M 0,546 0,865 0,298 0,217 0,711 0,944 0,284 0,234 0,513 0,365
F 0,309 0,309 0,556 0,608 0,340 0,405 0,232 0,176 0,345 0,262
M 0,316 0,277 0,397 0,353 0,368 0,318 0,282 0,236 0,323 0,291
F 0,353 0,394 0,410 0,311 0,421 0,417 0,295 0,190 0,455 0,391
M 0,380 0,414 0,363 0,326 0,434 0,449 0,278 0,225 0,379 0,318
F 0,335 0,358 0,437 0,383 0,386 0,387 0,267 0,186 0,402 0,333

M 0,494 0,000 0,763 0,000 0,040 0,000 0,800 0,000 1,029 0,000
F 0,075 0,061 0,200 0,110 0,184 0,136 0,063 0,047 0,094 0,106
M 0,471 0,205 0,345 0,183 0,179 0,106 0,430 0,261 0,470 0,443
F 0,298 0,302 0,517 0,205 0,501 0,501 0,110 0,141 0,397 0,366
M 0,306 0,319 0,422 0,314 0,420 0,378 0,272 0,216 0,374 0,272
F 0,440 0,605 0,439 0,475 0,517 0,588 0,358 0,354 0,582 0,818
M 0,319 0,307 0,424 0,301 0,399 0,355 0,291 0,215 0,392 0,277
F 0,411 0,554 0,433 0,435 0,500 0,559 0,324 0,322 0,543 0,747

M 0,332 0,319 0,391 0,312 0,398 0,376 0,295 0,252 0,418 0,336
F 0,355 0,380 0,409 0,376 0,416 0,410 0,304 0,263 0,460 0,481

M 0,324 0,304 0,428 0,297 0,433 0,304 0,278 0,351 0,428 0,457
F 0,394 0,305 0,425 0,478 0,397 0,408 0,291 0,196 0,512 0,350

M 0,331 0,316 0,397 0,310 0,404 0,364 0,292 0,268 0,420 0,356
F 0,360 0,371 0,411 0,389 0,414 0,410 0,303 0,255 0,467 0,465

Flexion limitée 
lors du 

chargement

Limitation de 
l'extension en 

appui

Diminution de la 
flexion à l'envol

Diminution de 
l'amplitude de 

mouvement Fl/Ex

Total OA

G

D

G + D

Tot.

ASYMPT

Total 
OA + ASYMPT

Sexe

Contracture 
dynamique en 

flexion au contact 
au sol 

OA2

G

D

G + D

Tot.

OA3

G

D

G + D

Tot.

Groupes et 
sous-groupes

OA4
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Tableau-A III-3 Erreurs absolues de calcul des  
facteurs biomécaniques sur l’axe de Ri/Re 

 

 
  

 

Moy. (°) ET (°) Moy. (°) ET (°)

M 0,319 0,156 0,195 0,056
F 0,225 0,111 0,099 0,061
M 0,222 0,193 0,116 0,095
F 0,203 0,164 0,081 0,071
M 0,232 0,273 0,108 0,081
F 0,208 0,174 0,112 0,134
M 0,237 0,249 0,116 0,082
F 0,209 0,166 0,105 0,114

M 0,120 0,100 0,083 0,083
F 0,137 0,106 0,135 0,179
M 0,182 0,191 0,122 0,104
F 0,202 0,126 0,085 0,092
M 0,215 0,197 0,141 0,169
F 0,205 0,268 0,109 0,134
M 0,193 0,181 0,128 0,141
F 0,194 0,210 0,107 0,130

M 0,236 0,000 0,057 0,000
F 0,100 0,149 0,036 0,040
M 0,104 0,106 0,038 0,020
F 0,230 0,202 0,134 0,071
M 0,163 0,135 0,083 0,097
F 0,263 0,399 0,172 0,332
M 0,161 0,131 0,080 0,091
F 0,253 0,371 0,163 0,297

M 0,193 0,181 0,107 0,107
F 0,216 0,246 0,123 0,176

M 0,186 0,161 0,142 0,094
F 0,240 0,208 0,083 0,071

M 0,192 0,178 0,113 0,105
F 0,219 0,241 0,118 0,163

Total OA

ASYMPT

Total 
OA + ASYMPT

Rotation externe 
tibiale au contact 

au sol

Rotation interne 
tibiale lors du 

chargement

OA2

G

D

G + D

Tot.

OA3

G

D

G + D

Tot.

Groupes et 
sous-groupes Sexe

OA4

G

D

G + D

Tot.





 

ANNEXE IV 
 

Tableaux des résultats de concordance des catégories obtenues entre les facteurs 
biomécaniques calculés sur tous les cycles par rapport à ceux calculés sur les 15 cycles 

les plus répétables 

Tableau-A IV-1 Taux de concordance des catégories évaluées pour les facteurs 
biomécaniques de l’axe d’Ab/Ad 

 

 

M 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
M 85,71% 100,00% 100,00% 100,00% 100,00% 100,00%
F 81,82% 100,00% 100,00% 100,00% 100,00% 100,00%
M 93,10% 100,00% 100,00% 100,00% 96,55% 100,00%
F 95,12% 100,00% 100,00% 100,00% 100,00% 100,00%
M 92,31% 100,00% 100,00% 100,00% 97,44% 100,00%
F 93,10% 100,00% 100,00% 100,00% 100,00% 100,00%

M 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 91,67% 100,00% 100,00% 91,67%
M 91,67% 100,00% 100,00% 100,00% 100,00% 100,00%
F 95,24% 100,00% 100,00% 95,24% 100,00% 100,00%
M 96,97% 100,00% 96,97% 100,00% 100,00% 93,94%
F 94,23% 98,08% 100,00% 100,00% 100,00% 100,00%
M 96,23% 100,00% 98,11% 100,00% 100,00% 96,23%
F 95,29% 98,82% 98,82% 98,82% 100,00% 98,82%

M 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
M 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00% 100,00%
M 95,92% 100,00% 100,00% 97,96% 100,00% 100,00%
F 100,00% 100,00% 98,15% 100,00% 98,15% 98,15%
M 96,23% 100,00% 100,00% 98,11% 100,00% 100,00%
F 100,00% 100,00% 98,39% 100,00% 98,39% 98,39%

M 95,17% 100,00% 99,31% 99,31% 99,31% 98,62%
F 96,10% 99,51% 99,02% 99,51% 99,51% 99,02%

M 100,00% 100,00% 96,55% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00% 96,55%

M 95,98% 100,00% 98,85% 99,43% 99,43% 98,85%
F 96,58% 99,57% 99,15% 99,57% 99,57% 98,72%

Augmentation 
du varus lors 

du chargement

Genou varum 
au contact au 

sol

Genou varum 
durant l'appui 

V1

Total OA

ASYMPT

Total 
OA + ASYMPT

OA3

G

D

G + D

Tot.

OA2

G

D

G + D

Tot.

OA4

G

D

G + D

Tot.

Genou varum 
durant l'appui 

V2

Genou varum 
durant l'appui 

V3

Augmentation 
du valgus lors 
du chargement

Groupes et 
sous-groupes Sexe
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Tableau-A IV-2 Taux de concordance des catégories évaluées pour les facteurs 
biomécaniques de l’axe de Fl/Ex 

 

 

M 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 83,33% 50,00% 100,00% 100,00%
M 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00%
M 100,00% 96,55% 96,55% 100,00% 96,55%
F 100,00% 97,56% 100,00% 100,00% 100,00%
M 100,00% 97,44% 97,44% 100,00% 97,44%
F 100,00% 96,55% 94,83% 100,00% 100,00%

M 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 91,67%
M 100,00% 100,00% 91,67% 100,00% 91,67%
F 100,00% 90,48% 100,00% 100,00% 95,24%
M 100,00% 96,97% 100,00% 100,00% 93,94%
F 100,00% 96,15% 96,15% 100,00% 92,31%
M 100,00% 98,11% 98,11% 100,00% 94,34%
F 100,00% 95,29% 97,65% 100,00% 92,94%

M 100,00% 100,00% 100,00% 100,00% 100,00%
F 100,00% 100,00% 100,00% 100,00% 100,00%
M 100,00% 66,67% 100,00% 100,00% 100,00%
F 100,00% 60,00% 100,00% 100,00% 80,00%
M 100,00% 93,88% 97,96% 97,96% 97,96%
F 100,00% 98,15% 98,15% 100,00% 88,89%
M 100,00% 92,45% 98,11% 98,11% 98,11%
F 100,00% 95,16% 98,39% 100,00% 88,71%

M 100,00% 95,86% 97,93% 99,31% 96,55%
F 100,00% 95,61% 97,07% 100,00% 93,66%

M 96,55% 96,55% 100,00% 100,00% 93,10%
F 100,00% 93,10% 100,00% 100,00% 100,00%

M 99,43% 95,98% 98,28% 99,43% 95,98%
F 100,00% 95,30% 97,44% 100,00% 94,44%

Diminution de 
la flexion à 

l'envol

Groupes et 
sous-groupes Sexe

G

D

G + D

Tot.

OA4

G

D

G + D

Tot.

Total OA

ASYMPT

Total 
OA + ASYMPT

OA3

G

D

G + D

Tot.

OA2

Diminution de 
l'amplitude de 

mouvement 
Fl/Ex

Contracture 
dynamique en 

flexion au 
contact au sol 

Flexion 
limitée lors du 

chargement

Limitation de 
l'extension en 

appui
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Tableau-A IV-3 Taux de concordance des  
catégories évaluées pour les facteurs  

biomécaniques de l’axe de Ri/Re 
 

M 100,00% 100,00%
F 83,33% 100,00%
M 100,00% 100,00%
F 100,00% 90,91%
M 100,00% 96,55%
F 97,56% 100,00%
M 100,00% 97,44%
F 96,55% 98,28%

M 100,00% 100,00%
F 100,00% 100,00%
M 100,00% 100,00%
F 100,00% 100,00%
M 100,00% 100,00%
F 94,23% 100,00%
M 100,00% 100,00%
F 96,47% 100,00%

M 100,00% 100,00%
F 100,00% 100,00%
M 100,00% 100,00%
F 80,00% 100,00%
M 97,96% 100,00%
F 94,44% 100,00%
M 98,11% 100,00%
F 93,55% 100,00%

M 99,31% 99,31%
F 95,61% 99,51%

M 96,55% 100,00%
F 93,10% 100,00%

M 98,85% 99,43%
F 95,30% 99,57%

Rotation 
externe tibiale 
au contact au 

sol

Rotation 
interne tibiale 

lors du 
chargement

Total OA

ASYMPT

Total 
OA + ASYMPT

OA3

G

D

G + D

Tot.

OA2

G

D

G + D

Tot.

OA4

G

D

G + D

Tot.

Groupes et 
sous-groupes Sexe





ANNEXE V 

Diagramme du calcul de la vitesse angulaire par Moveck 

Figure-A V-1 Première partie du diagramme de calcul de la vitesse angulaire fait par Moveck 
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Figure-A V-2 Deuxième partie du diagramme de calcul de la vitesse angulaire fait par 
Moveck 



 

ANNEXE VI 
 
 

Tableaux des distributions détaillées des bases de données d’entraînement et de test 
décrivant les quantités et les proportions des échantillons et des patients uniques de 

chaque grade pour chaque partition 

Tableau-A VI-1 Distribution des bases de données pour la partition 1 
 

Grade 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
Qté. Prop. Qté. Prop. Qté. Prop. Qté. Prop. 

0 19686 26% 4947 26% 99 19% 25 19% 
1 1632 2% 306 2% 15 3% 3 2% 
2 21267 28% 5049 27% 156 30% 39 30% 
3 19584 26% 5049 27% 152 29% 40 30% 
4 13413 18% 3519 19% 95 18% 25 19% 

Total 75582 18870 517 132 
 

Tableau-A VI-2 Distribution des bases de données pour la partition 2 
 

Grade 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
Qté. Prop. Qté. Prop. Qté. Prop. Qté. Prop. 

0 19584 26% 5049 27% 99 19% 25 20% 
1 1632 2% 306 2% 15 3% 3 2% 
2 21012 28% 5304 28% 157 30% 38 30% 
3 19890 26% 4743 25% 155 30% 37 29% 
4 13413 18% 3519 19% 96 18% 24 19% 

Total 75531 18921 522 127 
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Tableau-A VI-3 Distribution des bases de données pour la partition 3 
 

Grade 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
Qté. Prop. Qté. Prop. Qté. Prop. Qté. Prop. 

0 19788 26% 4845 26% 100 19% 24 19% 
1 1479 2% 459 2% 14 3% 4 3% 
2 21267 28% 5049 27% 158 30% 37 29% 
3 19890 26% 4743 25% 154 30% 38 29% 
4 13158 17% 3774 20% 94 18% 26 20% 

Total 75582 18870 520 129 
 

Tableau-A VI-4 Distribution des bases de données pour la partition 4 
 

Grade 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
Qté. Prop. Qté. Prop. Qté. Prop. Qté. Prop. 

0 19686 26% 4947 26% 99 19% 25 19% 
1 1275 2% 663 4% 12 2% 6 5% 
2 20757 27% 5559 29% 155 30% 40 31% 
3 19737 26% 4896 26% 155 30% 37 29% 
4 14076 19% 2856 15% 99 19% 21 16% 

Total 75531 18921 520 129 
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Tableau-A VI-5 Distribution des bases de données pour la partition 5 
 

Grade 
Nombre d’échantillons Nombre de patients uniques 

Entraînement Test Entraînement Test 
Qté. Prop. Qté. Prop. Qté. Prop. Qté. Prop. 

0 19788 26% 4845 26% 99 19% 25 19% 
1 1734 2% 204 1% 16 3% 2 2% 
2 20961 28% 5355 28% 154 30% 41 31% 
3 19431 26% 5202 28% 152 29% 40 30% 
4 13668 18% 3264 17% 96 19% 24 18% 

Total 75582 18870 517 132 
 

 





 

ANNEXE VII 
 
 

Tableaux descriptifs des architectures et des hyperparamètres utilisés dans la 
littérature pour l’apprentissage de réseaux de neurones en analyse de la marche 

Tableau-A VII-1 Résumé des hyperparamètres utilisés dans la littérature pour l’apprentissage 
de RNA de type BiLSTM en analyse de la marche 

 

Référence TA 
Taille 
de lot 

Nb. 
époque 

FO MR VC 

Mundt et al. 
(2019) 

/ / / / 
- Méthode d’optimisation 
des hyperparamètres 

K-partitions 
( = 10) 

Mundt, Koeppe, 
Bamer, et al. 

(2020) 
0,0003 / / / 

- = 0,4 
- ACP 

K-partitions 
( = 5) 

Conte Alcaraz 
et al. 

(2021) 
0,01 100 50 ADAM 

- = 0,3 
- Algorithme 
d’optimisation des 
poids Xavier 

- Arrêt anticipé 

 
/ 

Liang et al. 
(2021) 

/ / 50 / / / 

Mundt et al. 
(2021) 

0,0003 / 40 / 
- = 0,7 
- Recherche Hyperband 
 

VC par 
exclusion 
d’un sujet 

Rapp et al. 
(2021) 

/ / / / 
- Estimateur Parzen 
structuré en arbre29 

K-partitions 
( = 5) 

Sharifi-Renani 
et al. (2021) 

0,001 50 100 ADAM - = 0,5 
K-partitions 

( = 5) 
Abréviations : TA : Taux d’apprentissage, FO : Fonction d’optimisation, MR : Méthode de 
régularisation, VC : Validation croisée, DO = , ACP : Analyse en composantes 
principales30 
  

 
 
29 -  [traduction libre] 
30  [traduction de l’OQLF] 



144 

Tableau-A VII-2 Résumé des architectures utilisés dans la littérature pour l’apprentissage de 
RNA de type BiLSTM en analyse de la marche 

 
Référence Données d’entrée  Disposition interne  Données de sortie  

Mundt et al. 
(2019) 

Séquence –  30 .×101   5 ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 

NA 

Séquence –  18 .×101   3 ×  
 2 × .  
 2 × .  
 2 × .  

Mundt, 
Koeppe, 

Bamer, et al. 
(2020) 

Séquence –  {6, 18, 30} .×101   {1, 3, 5} ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 
 1 ×  
 101 ×  /  

2 couches LSTM 
- - -  

 512 1024 é  
 

- -  
 256 256 é  

Séquence –  18 .×101   3 ×  
 2 ×   
 2 ×   
 2 ×   1 ×  
 101 ×  /

 

Conte Alcaraz 
et al. 

(2021) 

Séquence –  {6, 8, 24, 40, 56} .  × 124 400   {1, … , 5} ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 1 × é  
 124 400 × /é . 

3 couches LSTM 
 Chaque couche 
LSTM est suivie 
d’une couche  

 
1 couche cachée 
 
1 couche linéaire 

Séquence – 3  .×124 400   1 ×  
 1 ×   
 1 ×   
 1 ×   1 × é  
 124 400 × /é . 

Liang et al. 
(2021) 

Séquence -  6  .× 5    1 ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 5 ×    

 

1 couche LSTM 
 
1 couche cachée 

 50 neurones 

1  .  1 ×  
 1 ×   
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Référence Données d’entrée  Disposition interne  Données de sortie  

Mundt et al. 
(2021) 

Séquence –  30  .×101   5 ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 1 ×  
 101 ×  /  

2 couches LSTM 
 32 32 é  

Séquence –  18  .×101   3 ×  
 2 ×   
 2 ×   
 2 ×   1 ×  
 101 ×  /

 

Rapp et al. 
(2021) 

Séquence -  4  .× 60   1 ×  
 3 × . ( , , ) 
 1 ×  1 × é  
 60 × /é . 

NA 

Séquence – 3  .× 60  3 ×  
 3 ×   

 1 × é  
 60 × /é . 

Sharifi-Renani 
et al.  

(2021) 

Matrice – 200  × 24  .  4 ×  
 3 × . ( , , ) 
 3 × . . ( , , ) 2 ×    
 100 ×  /   

 

1 couche BiLSTM 
 
1 couche cachée 

 128 neurones 

Matrice – 200  × 3  .  3 ×  
 3 ×   

 2 ×    
 100 ×  /   

 

 

 

 

 

 

 

 





ANNEXE VIII 

Graphiques des fonctions de perte lors de l’entraînement de chaque partition 
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Figure-A VIII-1 Courbes de la fonction RMSE pour la partition 1 
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Figure-A VIII-2 Courbes de la fonction de perte (MSE) et de la 
RMSE pour la partition 2 
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Figure-A VIII-3 Courbes de la fonction de perte (MSE) et de la 
RMSE pour la partition 3 
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Partition 4 – Courbes de perte (MSE) 
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Figure-A VIII-4 Courbes de la fonction de perte (MSE) et de la 
RMSE pour la partition 4
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Partition 5 – Courbes de perte (MSE) 

Entraînement 
Validation 

Nombre d’époques 
0 20 40 60 80 100 

V
al

eu
r m

oy
en

ne
 d

e 
M

SE
 

 

0,000 

0,002

0,004

0,006 

0,008 

0,010 

0,012 

Partition 5 – Courbes de RMSE sur les valeurs normalisées 
Entraînement 
Validation 

 
Nombre d’époques 

0 20 40 60 80 100 

V
al

eu
r m

oy
en

ne
 d

e 
R

M
SE

 
 

0,02 

0,04 

0,06 

0,08 

0,10 

Figure-A VIII-5 Courbes de la fonction de perte (MSE) et de la RMSE 
pour la partition 5 





 

ANNEXE IX 
 
 

Résultats des métriques évaluées sur les bases de test de chaque partition en 
différenciant les calculs retirant les valeurs extrêmes 

Tableau-A IX-1 Résultats des mesures de performance du réseau en fonction de chaque 
partition en considérant la médiane, la moyenne et la moyenne sans valeurs extrêmes 

 

Axe Part. 
RMSE (°) nRMSE (%) 

Méd. Moy. ET* 
Moy. 
Ajust. 

Méd. Moy. ET* 
Moy. 
Ajust. 

Ab/Ad 

1 3,104 3,695 2,392 2,951 31,01 39,71 30,64 30,68 
2 2,837 3,368 2,026 2,662 28,87 36,31 25,78 27,94 
3 2,848 3,372 2,304 2,780 30,37 39,18 32,57 30,31 
4 3,077 3,553 2,128 2,831 31,26 37,74 24,59 29,92 
5 3,078 3,681 2,352 2,972 32,60 43,48 36,66 33,22 

Moy. 2,989 3,534 2,241 2,839 30,82 39,28 30,05 30,41 
ET** 0,120 0,143 0,140 0,114 1,22 2,41 4,44 1,69 

Fl/Ex 

1 1,964 2,335 1,308 1,890 3,56 4,48 3,14 3,59 
2 1,759 2,136 1,418 1,692 3,10 3,87 2,72 3,03 
3 2,386 3,222 5,422 2,673 4,28 6,50 14,43 4,98 
4 1,866 2,319 1,621 1,819 3,45 4,29 3,06 3,38 
5 1,991 2,343 1,413 1,867 3,57 4,33 2,81 3,42 

Moy. 1,993 2,471 2,236 1,988 3,59 4,69 5,23 3,68 
ET** 0,213 0,383 1,596 0,349 0,38 0,93 4,60 0,68 

Ri/Re 

1 2,447 2,842 1,709 2,333 19,49 24,10 16,57 19,15 
2 2,477 2,928 2,143 2,509 19,92 23,34 16,00 19,56 
3 2,414 2,829 1,689 2,322 18,87 23,29 15,87 18,62 
4 2,494 2,844 1,580 2,318 19,72 23,77 15,37 19,14 
5 2,782 3,205 1,850 2,564 21,28 26,11 17,15 20,52 

Moy. 2,523 2,930 1,794 2,409 19,86 24,12 16,19 19,40 
ET** 0,132 0,142 0,194 0,105 0,79 1,04 0,61 0,64 
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Axe Part. 
RMSE (°) nRMSE (%) 

Méd. Moy. ET* 
Moy. 
Ajust. 

Méd. Moy. ET* 
Moy. 
Ajust. 

Total 

1 2,505 2,957 1,803 2,391 18,02 22,76 16,78 17,80 
2 2,358 2,811 1,862 2,287 17,30 21,18 14,83 16,84 
3 2,549 3,141 3,138 2,592 17,84 22,99 20,96 17,97 
4 2,479 2,905 1,777 2,323 18,14 21,93 14,34 17,48 
5 2,617 3,077 1,871 2,468 19,15 24,64 18,88 19,05 

Moy. 2,502 2,978 2,090 2,412 18,09 22,70 17,16 17,83 
ET** 0,155 0,118 0,525 0,109 0,80 1,16 2,48 0,72 

*Écart-type évalué sur les résultats de la métrique (RMSE ou nRMSE) pour l’ensemble des 
échantillons de la base de test de la partition. 
**Écart-type évalué sur les résultats de chaque mesure pour l’ensemble des partitions. 
 

 



 

 
APPENDICE A 

Article soumis portant sur ce projet de maîtrise 

Article soumis dans le cadre du 49e congrès de la Société de Biomécanique ayant eu lieu du 29 
au 31 octobre 2024 à Compiègne (France). 
 
Publication officielle dans le  en date du 31 janvier 
2025. 
 
Référence complète de cet article : 
Lalonde-Larocque, D., Mezghani, N., J Bureau, N., Aissaoui, R., & Hagemeister, N. (2025). 
Triaxial knee joint kinematics estimation from inertial measurement units using LSTM neural 
networks. , (49th congress of the Société de 
Biomécanique), 253-255. https://doi.org/10.46298/mbj.14518 
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